3.8 Az  ARIMA modellezés menete
George E. Box és Gwilym M. Jenkins népszerűsítette az autoregresszív/mozgóátlag modellek alkalmazását idősor prognosztizálási feladatokra. Miközben ezt a módszert eredetileg az 1930-as években fejlesztették ki, nem volt széleskörűen ismert, amíg Box és Jenkins nem publikálta részletes leírását könyv formában 1970-ben
. A Box és Jenkins által ajánlott általános módszer, ARIMA modellek alkalmazása idősorelemzésre, prognosztizálásra és ellenőrzésre az idősorelemzés Box-Jenkins módszertanaként lett ismert. Az ARIMA (AUTOREGRESSIVE-INTEGRATED-MOVING-AVERAGE= autoregresszív integrált mozgóátlag) modellezés menetét a következőkben foglaljuk össze. 
  

A szochasztikus idősori modellek integrált autoregresszív és mozgóátlag (rövidítve ARIMA) modellcsaládjának elnevezésében , az AR az autoregresszív, az MA a mozgóátlag jelzőre, az I betű (integrated) pedig az összegzésre utal. Az autoregresszív (AR) modell, az idősor jelenlegi értékét, saját előző értékeinek függvényében fejezi ki, természetesen, mint sztochasztikus modell, kiegészülve a véletlen ingadozást reprezentáló változóval. Az autoregresszió a regresszió olyan formája, melyben az eredményváltozó más magyarázó változók helyett saját különböző késleltetésű múltbeli értékeihez kapcsolódik. Statisztikai szempontból tehát egyváltozós idősorelemzést végzünk. 

ARIMA (p, 0,0):
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vagy:
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ahol: p az autoregresszivitás rendjét jelöli. 

A mozgóátlag (MA) modell az idősor jelenlegi értékét, a jelenlegi és a múltbeli véletlen változók függvényében fejezi ki.

     ARIMA (0,0,q)
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ahol: q a mozgóátlag folyamat rendjét jelöli.

(théta= θ, ε=epszilon,  fí=
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Mozgóátlag.  Két különböző jelentése van ennek a kifejezésnek. Először: idősoroknál a k- tagú mozgóátlagot k egymást követő megfigyelési érték átlagaként definiálhatjuk. Ezt felhasználhatjuk simításra vagy előrejelzésre. Másodszor: a Box - Jenkins modellezésben az MA a mozgóátlag rövidítése az ARIMA-ban, és az jelenti, hogy az idősor értékét a t időpontban befolyásolja a jelenlegi hibatag és a múltbeli hibatagok súlyozott kombinációja. 

ARMA modell Az ilyen típusú idősori modell formája lehet autoregresszív (AR) vagy mozgóátlag (MA) vagy a kettő kombinációja (ARMA, vagy más néven vegyes modell). 

A vegyes (ARMA) modell az idősor jelenlegi értékét, saját előző értékeinek, és a jelenlegi, illetve a múltbeli véletlen változók függvényében fejezi ki.

ARIMA(p,0,q):
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Az autoregresszív integrált mozgóátlag (ARIMA) modell, a differencia- vagy különbözet- képzéssel stacionáriussá transzformált, ún. d-ed rendű integrált (I(d)( idősorokra felírt ARMA modell. Ha például az idősor első differenciái (az Yt – Yt-1 értékek) stacionáriusak, az eredeti idősor elsőrendű integrált (I(1)(. 

Az ARIMA modellezés kiindulópontja annak megállapítása, hogy a vizsgálni kívánt idősorunk stacionárius-e, illetve, ha nem, akkor az, hogy alkalmas transzformációval stacionáriussá tehető-e. Ezzel eldöntöttük azt, hogy az adott idősorhoz illeszthető-e ARIMA modell, ha igen milyen (d) dimenzióval (fokkal) rendelkezik. A következő kérdés annak megválaszolása, hogy milyen típusú ARMA modell illesztésével próbálkozzunk, illetve, milyen legyen az autoregresszivítás (p) és/vagy, a mozgóátlagolás (q) rendje. Erre a kérdésre a választ a tapasztalati, vagy a transzformált idősor ACF és PACF értékei (autokorrelációs- és parciális autokorrelációs együtthatók) alapján adjuk meg. A modellezés ezen fázisát, modell azonosításnak (identifikációnak) nevezi a szakirodalom.

Ezután a modellezés lépései alapvetően megfelelnek a már ismert lineáris regressziós modellezésnek. A választott modell paraméterbecslése után a modell ellenőrzése következik. A modell ellenőrzése során vizsgáljuk azt, hogy paraméterei szignifikánsak-e, illetve véletlen változóik fehér zaj folyamatot követnek-e. Speciálisan az ARMA modelleknek van stacionarítási (az idősor  jellemzői időben állandóak, azaz függetlenek a t időváltozótól) és invertibilitási (azaz a becsült paraméterek abszolút értéke kisebb mint egy) feltétele is, melyek a modell paramétereinek értékére vonatkozó megszorításokként jelennek meg. Ezután döntünk arról, hogy felhasználható-e az illesztett modell elemzésre, előrejelzésre, vagy más modell választásával kell próbálkoznunk. A modellkészítés menetét illusztrálja az alábbi folyamatábra.

Az ARIMA modellek dimenzióit a következő módon adjuk meg: ARIMA (p, d, q). A gyakorlati alkalmazások szerint az idősorok nagy része jól közelíthető olyan modellekkel, melyeknél az autoregresszivitás és a mozgóátlag folyamat rendje (p és q), illetve a differenciaképzés foka (d) alacsony. Általában mindhárom dimenzió - a (p), a (d), és a (q) is 0, vagy 1, vagy 2 értéket vesz fel. Olyan idősorok elemzésére, melyek szezonális ingadozást is tartalmaznak, az ún. szezonális ARIMA modellek alkalmasak, melyekkel pl. havi adatsorok (s=12), vagy negyedéves adatsorok (s = 4) elemezhetők. A szezonális modellek általános jelölése: ARIMA (p, d, q) (P, D, Q)s. 

A paraméterek függvényében az idősor hossza rövidül, a kieső adatok száma=p+d+q+s(P+D+Q)


Az ARIMA modellezés feltevése szerint tehát, az idősorok által reprezentált sztochasztikus folyamatok, viszonylag egyszerű lineáris modellekkel leírhatók. A modellezési technika kidolgozásának alapvető célja, megbízható rövidtávú előrejelzések készítése.

A modellezés során a megfigyelt idősorban tapasztalható belső összefüggések alapján következtetünk a sztochasztikus folyamat jellegzetességeire. E jellemzők határozzák meg a választott modell típusát. A modell paramétereinek segítségével - melyeket a megfigyelt idősorból becsülünk, - leírható az a "szisztéma", aminek alapján az idősor jelen időszaki értéke előállítható, az idősor múltbeli értékeinek és/vagy az elmúlt időszakban realizálódott véletlen eltéréseknek a lineáris kombinációjaként. A modellek alkalmazásának végső soron az a célja, hogy választott megbízhatósági szint mellett az idősor jövőbeni értékeire intervallumbecslést tudjunk adni. Az idősorokban tapasztalható belső összefüggések megállapítása az idősorok korrelációs struktúrájának feltárását jelenti, ez indokolja a modellkészítés nagy adatigényét. Általában 100-120 elemű megfigyelt idősorra van minimálisan szükség, mivel célszerű minél nagyobb késleltetésig elmenni, ami azt jelent, hogy általában a K= 20-25. Az általánosan alkalmazott összefüggés K<(n/4) alapján 25 időszakkal  történő késleltetéshez legalább 100 elemű idősorra van szükségünk. Nem szezonális, tehát éves adatok esetében a K lehet kisebb, pl. 12 (ez 48 éves adatot igényel), de szezonalitást tartalmazó, pl. havi adatoknál a tendencia feltárásához 3*12=36 havi késleltetésre is szükség lehet, itt az n>144 havi adat.  A hosszú időtávot átfogó, összehasonlítható adatsor megfigyelése sokszor megnehezíti a modellezést, amihez hozzájárul még az alkalmas, lehetőleg ingyenes, szoftverek beszerzése. (pl. JMulti, [http://www.jmulti.de/] Gretl, [http://gretl.sourceforge.net/] R+ interneten müködő szoftver) 

R+ interneten elérhető: Free Statistics Software (Calculator).

Adatcsere után paramétereket be kell állítani és számol, hibás paraméterezés esetében üzenetet ad, Excelbe is lehet exportálni, a vesszőket ki kell cserélni, ha az adatokkal további számításokat végzünk az Excelben, pl. diagram készítése.

(Partial) Autocorrelation Function - Free Statistics Software (Calculator):

http://www.wessa.net/rwasp_autocorrelation.wasp#output
ACF és PACF számítása és tesztelése.
ARIMA Backward Selection - Free Statistics Software (Calculator)

http://www.wessa.net/rwasp_arimabackwardselection.wasp#output
ARIMA paramétereinek becslése, backward eliminációs módszer alkalmazása.
ARIMA Forecasting - Free Statistics Software (Calculator) :

http://www.wessa.net/rwasp_arimaforecasting.wasp

Előrejelzés és tesztelés (teszt peridus megadása).

Az elméleti idősort jelentő sztochasztikus folyamat jellemzői (várható értéke, szórásnégyzete és autokorrelációs együtthatói) azonban, csak akkor becsülhetők a tapasztalati idősorból, ha ezek a jellemzők időben állandóak, azaz függetlenek a t időváltozótól. Az ilyen tulajdonságokkal rendelkező idősorokat stacionárius idősoroknak nevezzük. 

Stacionárius idősor az Y1, Y2, . . . , Yt, . . . , YT elméleti idősor ha :
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ahol: 
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A stacionárius idősorok nem tartalmaznak időtrendhatást, az idősor értékei egy állandó átlagos szint körül ingadoznak, állandó szórással. Az állandó szórás azt jelenti, hogy az ingadozások intenzitása időben nem változik (nem növekszik vagy csökken). Ezenkívül a stacionárius idősorokra jellemző az, hogy az autokorrelációs együtthatói (pk) időben állandóak, nem függnek t-től, csak a változók egymás közötti távolságától, k-tól. Amennyiben idősorunk nem stacionárius folyamatból származik, alkalmasan megválasztott transzformációval stacionerré próbáljuk alakítani. Ha ez nem sikerül, a folyamatra ARIMA modellek nem illeszthetők.

1. A stacionarítás biztosítása
Az ARIMA modellezés kiindulópontja annak megállapítása, hogy a vizsgálni kívánt idősorunk stacionárius-e, illetve, ha nem, akkor az, hogy alkalmas transzformációval stacionáriussá tehető-e. Ezzel eldöntöttük azt, hogy az adott idősorhoz illeszthető-e ARIMA modell, ha igen milyen (d= difference, differencia) dimenzióval (fokkal) rendelkezik.
1.a Stacionárius idősor. Az előzőekben definiáltuk a stacionárius idősor kritériumait.  Ennek alapján a sor stacionárius, ha a statisztikai jellemzői függetlenek a konkrét időperiódustól a megfigyelés folyamán.
1.b Nem stacionárius idősor. A tapasztalati idősor nem stacionárius jelleget mutat, ha az alapjául szolgáló folyamat átlaga és/vagy varianciája nem konstans. A gyakorlatban az idősor ábrájának tanulmányozása, illetve az idősor autokorrelációinak sorozata felhasználható annak megállapítására, hogy az egyik, vagy mindkét feltétel fennáll-e. Az első lépés tehát stacionarítás biztosítása. 
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3.8.1 Az ARIMA modellezés lépései.

Nem stacionárius idősorok
:
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Stacionárius idősorok, (differencia képzéssel):
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I A stacionarítás biztosítása éves adatok esetében, nem szezonális differencia képzés.

Általában megállapítható, hogy a gazdasági, társadalmi idősorok többsége jelentős fejlődést mutat, általában jellemző rájuk az emelkedő, vagy csökkenő tendencia. Ilyen esetekben mondhatjuk, hogy az idősor várható értékében nem stacionárius, és ezért képezzük a sor első differenciáját, azaz képezzük az idősor (Yt – Yt-1) értékeit. Az első differenciák, az eredeti sorból számított változásokként értelmezhetők. 
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Vegyük az alábbi lineáris időtrendet:
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Az időtrend első differenciája:
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A lineáris trend t-szerinti deriváltja:
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Mivel tehát a közelítőleg lineáris időtrend esetén az egymást követő tényadatok között konstans értékű a különbség, vagyis a növekmény vagy csökkenés, így az egységintervallum szerinti differenciaképzéssel a időtrendhatást tekintve konstans értéken tartható a folyamat. 

Amennyiben az első differenciák nem stacionáriusak, akkor másodszor is differenciálni kell, mégpedig az első differenciákat ((Yt – Yt-1) - (Yt-1 – Yt-2)(. Ilyenkor az idősor másodrendű integrált (I(2)(. Az elsőfokú differencia-sornak n-1, a másodfokú differencia-sornak n-2, a míg a tizenketted fokú differencia-sornak (tizenkettedrendű integrált I(12)( pedig n-12 adata lesz.
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A magasabb fokú differencia-képzés szükség estén tovább folytatható. 
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Ha az idősor exponenciális időtrenddel rendelkezik, vagyis az idősor állandó %-os ütemben, exponenciálisan nő, logaritmusa lineáris időtrendet tartalmaz, ami már differenciálható. 
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A másodfokú polinomiális időtrend eliminálható kétszeri- (
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) differenciálással.
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Trend-stacionarítás esetében: 
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 Az időtrend lehet hiperbolikus, hatványkitevős stb. számítása trend-szezon-hiba.xls parancsfájllal is történhet. Az időtrend-stacionarítás azt jelenti, hogy a trendtől való eltérések stacionáriusak. Kiszámítása esetében, beillesztés után az I.1 0 nincs transzformációt lehet választani.

A gyakorlati alkalmazásokban a nem szezonális differenciaképzésnél a differenciaképzés foka (degree of non-seasonal differencing=d) legtöbbször d=0,1,2.   

Ha az az idősor stacionárius, akkor nullad rendű integrált (I(0)( sornak is nevezzük.

A Box-Cox transzformáció
:
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λ (Lambda) = 1 nincs transzformáció
λ (Lambda) → 0 log-transzformáció, ugyanis az egyik nevezetes határérték:
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esetünkben a=Y és x= λ
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λ Lambda= (-2, -1,9…..+1,9,+2) 
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A Box-Cox transzformáció után az adatok visszatranszformálása:
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A Box-Cox transzformáció részletes leírása:
Y-t a kijelölt hatványra emeli és a megadott képlettel számol:
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A mintapéldák adatbázisát és a részletes számításokat a Box-Cox-transzformációk.xls fájl tartalmazza. A véletlen tényezőt (e) véletlenszám generátorral állítottuk elő, nagysága a -1 és +1 intervallumban ingadozik. A számításokat az R ARIMA Forecasting - Free Statistics Software (Calculator) felhasználásával végeztük.  Internetes elérés: 

http://www.wessa.net/rwasp_autocorrelation.wasp#output
1. Nincs transzformáció (λ=1), ha az idősor a stacionarítási feltételeknek (az előzőek alapján az egyes változók várható értéke (, varianciája (σ2), valamint a különböző időpontokhoz tartozó változók (Yt, Yt-k) kapcsolatát kifejező (auto)kovariancia időben állandó) eleget tesz.

Legyen 
[image: image37.wmf]t
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   A számítások eredményei grafikusan:
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2. Az ln-transzformációt (λ=0) akkor használjuk, ha hibatényező szórása (σ) az Y növekedésével szintén nő (pl. exponenciális időtrend, amikor az átlagos növekedés üteme állandó, mint példánkban 6  %/év vagy ha növekvő az időtrend és multiplikatív szezonalitás, tehát az időben előrehaladva az amplitudó nő) vagy ha a hiba (εt) eloszlása jobbra ferdült, (jobboldali asszimetria, balra hosszan elnyuló eloszlás)

      Legyen:
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Ebben az esetben ln-transzformációt (λ=0) használtunk, igy a relative (%-os) növekedés abszoluttá (ln(1,06) vált és elsőfokú differencia (d=1) alkalmazásával stacináriussá alakitottuk a sort.
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3. Négyzetes transzformációt (λ=2) akkor használjuk, ha a hibatényező varianciája (σ2) arányos a várható értékkel (vagy ha a hiba (εt) eloszlása balra ferdült, (baloldali asszimetria, jobbra hosszan elnyuló eloszlás) Ha az adatsor gyökös formát követ, akkor a λ=2 transzformációval linearizálható az idősor és d=1 differenciálással stacionáriussá tehető.
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4. A négyzetgyökös transzformációt (λ=1/2) akkor használjuk, ha a hibatényező varianciája arányos a várható értékkel. Ezt használjuk másodfokú parabolikus időtrendnél.

       A mintapélda:


[image: image48.wmf]2

t

1/2

t

Y=1,01*t

(Y)1,01*t

=



[image: image49.wmf]1/2

  

Y(1/2)=(1,01-1)(1/2)
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5. A reciprok transzformációt (λ=-1) akkor használjuk, ha a hibatényező varianciája (σ2) csökken, amikor a változó (Y) értéke csökken. Ezt használjuk hiperbolikus időtrendek linearizálásánál.

      A mintapélda:
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Y(-1)=([1/5500]-1)(-1)
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II A stacionarítás biztosítása havi adatok esetében, szezonális differencia képzés.

Egy további eset, amikor gyakran előfordul a stacionarítás hiánya: a szezonalitás. A periódusidő szerinti differenciálással a szezonális időeltolás mellett tapasztalható hatások, a periódikus mozgások szűrhetők ki. Negyedéves és havi idősorokban a stacionarítás hiánya gyakran eltüntethető a megfelelő differenciálással. 

Negyedéves adatoknál: 
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Havi adatoknál: 
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További probléma lehet, hogy az ingadozás intenzitása állandó-e vagy nem, ha nem  ln-transzformációt lehet alkalmazni. 

Ha szükséges, mindkét transzformáció elvégezhető, először a logaritmizálás illetve Box-Cox transzformáció, majd a transzformált adatok differencia-képzése. Az arima számítások elvégzése után vissza kell transzformálni az adatokat. A szoftverek, pl. az ARIMA.xls vagy a GRETL elvégzi a differenciálást és a becslésnél visszaalakitja az adatokat eredeti formátumukba, de pl. az ln transzformált adatokat nem, mivel ezekkel számoltunk. Ilyenkor a becsült értékeket e hatványára kell emelni (Excelben kitevő (Y becsült)) Először a szezonális, esetünkben a havi differenciálást kell elvégezni, majd ezt követi ha szükséges az éves adatoknál már bemutatott differenciálás. 

Szezonális differencia képzés:

D=1 (yt-yt-12),  az idősor 12 adattal rövidül.

D=2 (yt-yt-24),  az idősor 24 adattal rövidül.

Nem szezonális differencia képzés:

d=1
(yt-yt-1), az idősor 1 adattal rövidül.


d=2
(yt-yt-2), az idősor 2 adattal rövidül.

3.8.1 Az autokorrelációs- és parciális autokorrelációs együtthatók és az ACF és PACF értékek becslése és tesztelése
Az időben lejátszódó folyamatok mindegyike sztochasztikus folyamatként definiálható, mely valószínűségi változók sorozataként jelenik meg. Ezt elméleti idősornak nevezzük.

Y1 , Y2 ,  .  .  .  , Yt ,  .  .  .  , YT ,
Az Yt (t = 1, 2, …, T) valószínűségi változók mindegyikére vonatkozóan egy megfigyeléssel rendelkezünk, ez a modellezés adatbázisát jelentő tapasztalati idősor, 

y1 ,  y2 ,  .  .  .  ,  yt ,  .  .  .  , yn 
melyet a sztochasztikus folyamatból vett n elemű mintának tekintünk. 

Mind az elméleti idősort alkotó valószínűségi változóknak, mind a tapasztalati idősor különböző időpontokhoz (időtartamokhoz) tartozó megfigyelt értékeinek a felsorolása kötött. Az idősori sztochasztikus modellezés ezt, az adatok sorrendiségében rejlő információt használja fel az idősor jövőbeni értékeinek becslésére. 

A megfigyelések sorrendjében rejlő információ leírásával, a tapasztalati idősorban lévő „szisztéma” megállapításával az elméleti idősor jellegzetességeire kívánunk következtetni, azaz arra a sztochasztikus folyamatra, amelyből a mintánk származik. 

Az egymást követő megfigyelések között fennálló összefüggések megállapítása az idősorok korrelációs struktúrájának leírását jelenti, mely az autokorrelációs és a parciális autokorrelációs együtthatók számításával történik. 

A mintából az autokorrelációs együtthatók becslése k késleltetéssel, a következőképpen történik:




A k késleltetés különböző értékeihez (k= 1,2,3,…,K) rendelt autokorrelációs együtthatók, az autokorrelációs függvényt alkotják:

	k
	1
	2
	3
	…
	K

	r1
	r2
	r3
	
	….
	rK


Az autokorrelációs együtthatók becsült értékei, az Y idősor k időegységgel késleltetett értékei közötti lineáris korrelációs kapcsolat szorosságát mérik. Az 
[image: image58.wmf]1

r

az egymást követő, az 
[image: image59.wmf]2

r

, az egymástól két időegységre lévő értékek közötti kapcsolat intenzitását jelenti, stb. Az 
[image: image60.wmf]k

r

együtthatók a késleltetés függvényében (k = 1, 2, …, K), az autokorrelációs függvényt, rövidítve az ACF-et (Autocorrelation function) alkotják. Az autokorrelációs függvény értékeit mátrixba foglalhatjuk:
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Az autokorrelációs együtthatók esetében tesztelhetjük, hogy vajon van-e kapcsolat az yt és az yt-k között.  Hipoté​zis​rendszerünk:
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A null​hipotézis értelmében az yt és az yt-k  változók között nincs szignifikáns autokorreláció, ennek elveté​se az autokorrelációs kapcsolat szignifikáns voltát igazolja.

A becsült autokorre​lációs együtthatóra épülő próbafüggvényünk:
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A nullhipotézis teljesülése esetén (n-2) szabadságfokú kétoldalú t-elosz​lást követ. 
A kapcsolat nem szignifikáns, 5%-os szignifikancia-szinten, tehát a H0-hipotézist elfogadjuk, ha:
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A kapcsolat szignifikáns, 5%-os szignifikancia-szinten, tehát a H1-alternatív hipotézist fogadjuk el, ha:
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Az idősor stacionarításának vizsgálata történhet a tapasztalati idősorból számított ACF (autokorrelációs függvény= autocorrelation function) alapján, amennyiben a k késleltetés különböző értékeihez (k= 1,2,3,…,K) rendelt autokorrelációs együtthatók értékei lassan csökkennek, vagy majdnem lineárisan, ez indokolja a differenciaképzést. A megfelelő fokú differenciák elérését az autokorrelációs együtthatók gyors csökkenése jelzi. Ha az autokorrelációs együtthatók értékei a szezonális komponens hatásának megfelelően hullámoznak, akkor a szezonhatást először ki kell szűrni. 

A parciális korrelációs együtthatók becslése: 
1. Módszer. (Cramer szabály)
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Ahol: 

K=1,2,…,K
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=úgy kapjuk meg, hogy az Rk mátrix utolsó sorát (ld. az alábbi mátrixot), vagy oszlopát az (r1,r2,…,rk) sorral (vektorral) helyettesítjük.
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A  korrelációs együtthatók tehát, az 
[image: image69.wmf]*
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 és Rk mátrix determinánsának hányadosaként határozhatók meg. 

A k késleltetés különböző értékeihez (k= 1,2,3,…,K) rendelt autokorrelációs együtthatók, a parciális autokorrelációs függvényt alkotják:

	k
	1
	2
	3
	…
	K
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A parciális autokorrelációs együtthatók (
[image: image75.wmf]k

F

)

) az idősor k időegységgel késleltetett értékei közötti lineáris korrelációs kapcsolat szorosságát mérik úgy, hogy a közbenső, 1, 2, … k-1 késleltetések hatását kiszűrjük. A 
[image: image76.wmf]k
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 együtthatók a késleltetés függvényében (k = i, 2, …, K), a parciális autokorrelációs függvényt, rövidítve a PACF-et (Partial autocorrelation function) alkotják. 

Speciálisan:

Ha k=1  
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Ha k=2 
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Ahol: R2=
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 és 
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A determináns a diagonálisok szorzatának különbsége, mivel a mátrix 2*2-es. 

2. Módszer. (Durbin - féle rekurzív eljárás)

Ha k=1 
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Például: 
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Látható, hogy ez az eljárás a parciális autokorrelációs együtthatókat, az alacsonyabb rendű folyamatra már kiszámított parciális autokorrelációs együtthatók segítségével állítja elő. 

3. Módszer. (A Yule-Walker egyenletekkel történő becslés
:)
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i=1,2,3…k késleltetett értékekre külün-külön ki kell számolni a szorzatokat 
[image: image86.wmf]r)
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és a parciális autokorrelációs együttható (k=1,2….K) a számított vektor 
[image: image87.wmf]F
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utolsó eleme lesz. 

Az Excelben mind a három módszer programozható, de a harmadik a legkényelmesebb és ezért ezt használtuk a parciális autokorrelációs együtthatók becslésére.

A tapasztalati idősor ACF és PACF értékei alapján azonosítható a sztochasztikus folyamat típusa, amely egyben kijelöli a választandó modell típusát. Az EXCEL rendelkezik determinánst meghatározó programmal. 

Ha egy stacionárius idősor ACF és PACF értékei nem különböznek szignifikánsan nullától, az idősorban nem található „szisztéma”, az idősorunk egy olyan egyszerű véletlen folyamatként modellezhető, melyben az idősor értékei egy konstans várható érték (
[image: image88.wmf]m

) körül véletlenszerűen ingadoznak. 
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Ha 
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, akkor a véletlen folyamatot ún. fehér zajnak (white noise) nevezzük, mely a legegyszerűbb sztochasztikus folyamat.
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A fehér zaj folyamat jellemzői:
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A fenti három követelményt teljesítő változó „teljesen” véletlen folyamatot követ, és a modellezésben ilyen értelemben használjuk az 
[image: image93.wmf]t

e

véletlen változót. A fehér zaj folyamat tehát, nulla várható értékű, állandó szórású és korrelálatlan változókból álló stacioner sztochasztikus folyamat. Feltételezzük továbbá, hogy az idősor adatai normális eloszlást követnek.

Az ACF és PACF értékek szignifikanciájának tesztelését a fehér zaj folyamat 
[image: image94.wmf]k
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autokorrelációs együtthatóinak ismert mintaeloszlása alapján végezhetjük el. Elméletileg a „teljesen” véletlen 
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, fehér zajt követő változók minden autokorrelációs együtthatójának nullának kellene lennie. Véges mintából becsülve, nem számíthatunk arra, hogy minden ACF és PACF érték zérus lesz. Bizonyítható, hogy a fehér zaj folyamat autokorrelációs együtthatóinak mintaeloszlása nulla várható értékű és (
[image: image96.wmf]1n

) szórású normális eloszlást követ. Ezért az ACF és PACF értékeknek, a késleltetés függvényében készített grafikus ábráján, – melyet korrelogramnak nevezünk -, a 95 %-os valószínűségi szinthez tartozó  
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 hibahatárt is fel szokták tüntetni.  A gyakorlati számításokban általában a 
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n

±

 képlettel számolnak. A korrelogram így közvetlenül alkalmassá válik az autokorrelációk zérus voltára vonatkozó nullhipotézis tesztelésére, 5 %-os szignifikancia szinten. A 
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hibahatár (+2Se: -2Se:) által meghatározott sávon belüli autokorrelációs együtthatók 5 %-os szignifikancia szinten, zérusnak tekinthetők. A sávon kívüli, azaz nullától szignifikánsan különböző autokorrelációs együtthatók, „szisztéma” jelenlétére utalnak az idősorban, tehát meg kell keresni az alkalmas ARMA modellt.

Ha az idősor első differencia sora egy nem nulla várható érték körül állandó varianciával ingadozik, és az ACF és PACF értékei nem különböznek szignifikánsan a zérustól, akkor a az idősor ún. véletlen bolyongási folyamatot követ:
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A fenti modell a véletlen bolyongási folyamat azon változata, mely a lineáris trend sztochasztikus megfelelője. E szerint az idősor értéke egyik időszakról a másikra egy állandó-, és egy véletlen értékkel változik. A véletlen bolyongási modell magasabb fokú differenciákra is felírható.

A stacionárius, vagy azzá transzformált idősorok ACF és PACF értékei általában tartalmaznak nullától szignifikánsan különböző értékeket, és ez az idősorban valamilyen „szisztéma” jelenlétére utal. A „szisztéma” megkeresése úgy történik, hogy a különböző típusú ARMA folyamatok közül kiválasztjuk azokat, amelyeknek az ismert elméleti ACF és PACF sémájára leginkább hasonlítanak a vizsgált idősor tapasztalati autokorrelációs és parciális autokorrelációs együtthatói. A kiválasztott ARMA folyamatoknak megfelelő modellek lesznek azok, melyek illesztésével megpróbálkozunk.

A különböző típusú ARMA folyamatok elméleti ACF és PACF értékeinek alakulását rendszerezve, - a gyakorlati alkalmazásokhoz könnyen használható formában -, a szakirodalom és a számítógépes szoftver-leírások is tartalmazzák. A normalitást általában a Jarque-Bera féle teszttel ellenőrzik. 

Autokorrelált hibák Ha a modell hibatagjai autokorrelációt mutatnak, ez azt jelzi, hogy a modell nem távolított el minden sémát az adatokból. Sok hipotézis ellenőrzés van az autokorrelációs hibák tesztelésére. A Box – Pierce -, és a Ljung-Box - teszt ellenőrzi, hogy az autokorrelációk sorozata szignifikánsan különbözik-e zérusok sorozatától; a Durbin - Watson teszt csak az elsőrendű autokorrelációkat ellenőrzi a regressziós modell illesztése után.

A szoftverek általában, így az XLSTAT-TIME a „leíró statisztika” (Descriptive analysis) menüpontban számítják ki az ARIMA modellezéshez szükséges statisztikákat (ACF, PACF értékek és ábrák, korrelogramok és hibahatárok, Jarque-Bera féle teszt, Box – Pierce -, a Ljung-Box - teszt).

Az autokorrelációs együtthatók (Autocorrelation) (rk) esetében a standard hiba (Standard error) (s(rk))  a következő képlettel közelíthető:
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A konfidencia-alsó és felső hibahatár (Lower bound (95%)-Upper bound (95%)) által meghatározott sáv kiszámítása 5  %-os szignifikancia szinten az alábbi képlettel történik:
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A parciális korrelációs együtthatóknál (pk) (Partial autocorrelation) a standard hiba (Standard error) (s(pk)) : 
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A konfidencia-alsó és felső hibahatár (Lower bound (95%)-Upper bound (95%)) által meghatározott sáv kiszámítása 5  %-os szignifikancia szinten az alábbi képlettel történik:
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A 
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hibahatár, illetve 
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 (+2Se: -2Se:) által meghatározott sávon belüli autokorrelációs együtthatók 5 %-os szignifikancia szinten, zérusnak tekinthetők.

Box - Pierce tesztstatisztika (Q-teszt). 
Ez az autokorrelált hibák ún. Q-tesztje. Ha a modell hibái fehér zajt alkotnak, akkor a Box - Pierce statisztika közelítőleg χ2 – eloszlású.  

Box - Pierce tesztstatisztika kiszámítása.

A mintából a Q-teszt becslése a következőképpen történik:


[image: image107.wmf]
[image: image108.wmf]kK

2

k

k1

Qnr

=

=

=

å


Ahol:

rk = a εt reziduumok k-ad rendű autokorrelációs együtthatója,

n = megfigyelések száma,

K = a számított autokorrelációs együtthatók előre megválasztott száma, pl. 21 vagy több. 

Ha a reziduumok sora fehér zaj, akkor a Q  χ2-eloszlást követ (K-p-q) vagy (K) szabadságfokkal. Ha a Q számított értéke nagyobb, mint a χ2-eloszlás kritikus értéke, akkor arra a következtetésre jutunk, hogy a reziduumok nem fehér zajok. (Q>K-p-qχ20,05) Fordított esetben elfogadjuk a nullhipotézist, hogy a reziduumok fehér zajok (Q<K-p-q >χ20,05).

Ennek alapján a hipotézis rendszer:

H0 =a reziduumok fehér zajok,

H1 =a reziduumok nem fehér zajok,

A H0-t elfogadjuk, ha:

Q<K-p-qχ20,05
A H1 alternatív hipotézist fogadjuk el, ha:

Q>K-p-qχ20,05
A szignifikancia-érték (p-érték) az a legkisebb szignifikancia szint, amin a H0 már éppen elvethető a H1-gyel szemben. Ha pl. 0,05-nél kisebb a p-érték akkor 5 %-os szignifikancia szinten elutasítjuk a nullhipotézist, miszerint a reziduumok fehér zajok.

Használatos a Q-teszt, másik formája is, ahol a d-fokát is figyelembe veszik:
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Ahol:

n-d, az idősor d számú differenciálása után felhasználható megfigyelések száma.

A kritikus érték: K-p-qχ20,05
Döntés az elöző módon.

A másik teszt a Ljung - Box teszt (Q*), amely a Box – Pierce Q-teszt továbbfejlesztett változata.

A Ljung - Box portmanteau-próba (LJB vagy Q*-teszt)
:
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Ahol:

k = a számított autokorrelációs együtthatók előre meghatározott száma, pl. 24.

n = a megfigyelések száma. 

H0 =a reziduumok fehér zajok,

H1 =a reziduumok nem fehér zajok,

Q*  χ2-eloszlást követ (K-p-q) vagy (K) szabadságfokkal.

Ennek alapján a hipotézis rendszer:

A H0-t elfogadjuk, ha:

Q*<K-p-qχ20,05
A H1 alternatív hipotézist fogadjuk el, ha:

Q*>K-p-qχ20,05
A szignifikancia-érték (p-érték) az a legkisebb szignifikancia szint, amin a H0 már éppen elvethető a H1-gyel szemben. Ha pl. 0,05-nél kisebb a p-érték akkor 5 %-os szignifikancia szinten elutasítjuk a nullhipotézist, miszerint a reziduumok fehér zajok.

Használatos az LJB vagy Q*-teszt, másik formája is, ahol a d-fokát is figyelembe veszik:
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Ahol: 
n, = n-d, az idősor d számú differenciálása után felhasználható megfigyelések száma. 

A tesztelési eljárás az elözőhez hasonló módon történik. 

Maddala véleménye szerint a Q-próbáknál vannak jobb eljárások, de nagy K-érték mellett használata megfelelő eredményt adhat.
3.8.2 Az ARIMA modell azonosítása

A következő kérdés annak megválaszolása, hogy milyen típusú ARMA modell illesztésével próbálkozzunk, illetve, milyen legyen az autoregresszivítás (p) és/vagy, a mozgóátlagolás (q) rendje. Erre a kérdésre a választ a tapasztalati, vagy a transzformált idősor ACF és PACF értékei alapján adjuk meg. A modellezés ezen fázisát, modell azonosításnak (identifikációnak) nevezi a szakirodalom. A mintából becsült autokorrelációs és parciális autokorrelációs együtthatók grafikus ábrája, a korrelogram (ACF és PACF) alapján lehet a legkönnyebben az autokorrelációs együtthatók viselkedését - a késleltetés (k) függvényében - tanulmányozni. Ugyanis a rk becsült autokorrelációs együtthatók konfidencia intervalluma alapján közvetlenül megállapíthatók a nullától szignifikánsan különböző rk értékek. Ezek a konfidencia sávon kívül helyezkednek el. 

ARIMA modellek jellemzése

	Modelltípus
ARIMA (p,d,q)
	Autokorrelációs együtthatók
ACF (pk)
	Parciális autokorrelációs
együtthatók (Φkk)

	
(1, d, 0)

AR(1)
	Exponenciálisan csökken, ha 
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    csillapodó szinusz görbe szerint csökken,

ha 
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	(2, d, 0)

AR (2)
	Exponenciálisan és/vagy csillapodó

szinusz görbe szerint csökken
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	(0, d, 1)

MA(1), ha d = 0

vagy IMA (d, 1)
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	Exponenciálisan, vagy csillapodó

szinusz görbe szerint csökken

	(0, d, 2)

MA(2), ha d = 0

vagy IMA (d, 2)
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	   Exponenciálisan és/vagy csillapodó

szinusz görbe szerint csökken

	(1, d, 1)

ARMA (1, 1) ha d = 0, vagy

ARIMA (1, d, 1)
	Exponenciálisan, vagy csillapodó

szinusz görbe szerint csökken a

második értéktől kezdődően
	Exponenciálisan, vagy csillapodó

szinusz görbe szerint csökken a

második értéktől kezdődően

	(1, d, 2)

ARMA (1, 2) ha d = 0

vagy ARIMA (1, d, 2)
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 után exponenciálisan csökken
	Exponenciálisan és/vagy

csillapodó szinusz görbe

szerint csökken

	(2, d, 1)

ARMA (2, 1) ha d = 0

vagy ARIMA (2, d, 1)
	Exponenciálisan és/ vagy csillapodó

szinusz görbe szerint csökken
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	(2, d, 2)

ARMA (2, 2) ha d = 0

vagy ARIMA (2, d, 2)
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A modellválasztásban az alábbi táblázat is segít:

	Modelltípus
ARIMA (p,d,q)
	Autokorrelációs együtthatók

ACF (pk)
	Parciális autokorrelációs

együtthatók (Φkk)

	ARIMA (0,0,0)
	Nem  szignifikáns –mindegyik k-ra
	Nem  szignifikáns –mindegyik k-ra

	ARIMA (0,1,0)
	Lineárisan csökken, mindegyik k-ra szignifikáns
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Csak a k=1 szignifikáns

	ARIMA (1,0,0) 1 > Φ > 0
	Exponenciálisan csökken a k=1 és

esetleg a k=2 szignifikáns
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	Csak a k=1 szignifikáns[image: image282.wmf](
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	ARIMA (1,0,0)

–1 < Φ < 0
	Exponenciálisan kétoldalúan csök- ken[image: image283.emf]λ
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,  ACF(1) a negative csúcs


	Csak a k=1 szignifikáns
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	ARIMA (0,0,1) 1 > θ > 0
	Csak a k=1 szignifikáns,  negative csúcs
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	Exponenciálisan csökken, az első kettő k, vagy több is szignifikáns.
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	ARIMA (0,0,1) -1< θ < 0
	Csak a k=1 szignifikáns, pozitív csúcs
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	Exponenciálisan kétoldalúan csökken,  PACF(1) a  pozitív csúcs





3.8.3 Az ARIMA modellek becslése
Ezután a modellezés lépései alapvetően megfelelnek a már ismert lineáris regressziós modellezésnek. A választott modell paraméterbecslése után a modell ellenőrzése következik. A modell ellenőrzése során vizsgáljuk azt, hogy paraméterei szignifikánsak-e, illetve véletlen változóik fehér zaj folyamatot követnek-e. Ezután döntünk arról, hogy felhasználható-e az illesztett modell elemzésre, előrejelzésre, vagy más modell választásával kell próbálkoznunk. 
A modell ellenőrzésére a szokásos eljárások alkalmazhatók:

\SYMBOL 183 \f "Symbol" \s 10 \h
a becsült paraméterek standard hiba számítása és szignifikancia vizsgálata (pl. t-próbával),

\SYMBOL 183 \f "Symbol" \s 10 \h
az et tapasztalati reziduumok alapján az 
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 véletlen változók véletlen jellegének vizsgálata.

Mindezek mellett speciális tesztelési eljárások alkalmazására is sor kerül, amelyeket a számítógépes programok is tartalmaznak. Amennyiben a választott és számszerűsített modellünk megfelel mindazon feltételeknek, melyekkel az illesztett modell "jóságát" ellenőrizhetjük, a modell felhasználható elemzésre és a tulajdonképpeni legfontosabb felhasználási területére, az előrejelzések készítésére. Ha modellünk nem felel meg a fenti feltételeknek (nem szignifikánsak a paraméterei, vagy az 
[image: image125.wmf]e
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 idősora nem véletlenszerűen alakul) a modellazonosítás fázisától újra indulva, más modelltípusok alkalmazásával próbálkozhatunk. (használható a regresszio.xls parancsfájl.)

Az ARIMA modellek igen széles választékából, most csak az alacsonyabb rendű tiszta, valamint vegyes modellek legfontosabb jellemzőit ismertetjük.

Az első- (p=1) és másodrendű (p=2) autoregresszív modell felírható az alábbi formában:

ARIMA (1, 0, 0) vagy AR (1) modell 
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ARIMA (2, 0, 0) vagy AR (2) modell 
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Az autoregresszív folyamat mindenkori értéke kifejezhető saját késleltetett értékeinek lineáris kombinációja és egy fehér zaj folyamat összegeként.

A stacionarítási feltétel teljesülése érdekében az autoregresszív paraméterekre speciális korlátok érvényesek. p=1 esetén 
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, míg p=2 esetén a következő három feltételt kell kielégíteni: 
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Általában az AR (p) folyamatok elméleti ACF értékei 
[image: image130.wmf]2
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esetén exponenciális csökkenés és/vagy csillapodó szinusz görbe szerint alakulnak, a 
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paraméterek előjelétől függően. Az AR (1) folyamat elméleti ACF értékei exponenciálisan csökkennek, ha 
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előjele pozitív, és csillapodó szinusz görbe szerint csökkennek, ha 
[image: image133.wmf]1
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negatív. 

Az AR (p) folyamatok elméleti PACF értékei p késleltetés után zérusok, tehát p=1 esetén csak az első, p=2 esetén az első kettő parciális autokorreláció nem nulla. 

A két legegyszerűbb sztochasztikus modell, nevezetesen a fehér zaj, illetve a véletlen bolyongási modell, az autoregresszív modellek speciális eseteként is felírható. Ha 
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 értékei fehér zaj folyamatot követnek, melyet ARIMA (0,0,0) modellnek lehet tekinteni. Ha 
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 értékei véletlen bolyongás szerint alakulnak, akkor a folyamatot ARIMA (0,1,0)-ként lehet osztályozni.

Az első- (q=1) és másodrendű (q=2) mozgóátlag modell felírható az alábbi formában: 

ARIMA (0, 0, 1) vagy MA (1) modell 
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ARIMA (0, 0, 2) vagy MA (2) modell 
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A mozgóátlag folyamat mindenkori értéke kifejezhető különböző késleltetésű fehér zajok lineáris kombinációjaként. A negatív előjelezést konvencionálisan használják a mozgóátlag folyamatoknál.

Az invertibilitási feltétel teljesülése érdekében az mozgóátlag paraméterekre is ugyanazon speciális korlátok érvényesek, mint amelyek az autoregresszív modellek vonatkoznak. q=1 esetén 
[image: image138.wmf]1
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, míg q=2 esetén a következő három feltételt kell kielégíteni: 
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Az ACF és PACF sémája pontosan a fordítottja annak, amit az autoregresszív folyamatoknál láttunk. 

Az MA (q) folyamatok elméleti ACF értékei q késleltetés után zérusok, tehát q=1 esetén csak az első, q=2 esetén csak az első kettő autokorreláció nem nulla. 

Az MA (q) folyamatok elméleti PACF értékei 
[image: image140.wmf]2
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esetén exponenciális csökkenés és/vagy csillapodó szinusz görbe szerint alakulnak, a 
[image: image141.wmf]2
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 paraméterek előjelétől függően. Az MA (1) folyamat elméleti ACF értékei exponenciálisan csökkennek, ha 
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előjele pozitív, és csillapodó szinusz görbe szerint csökkennek, ha 
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negatív. 

Az AR és MA modellek kombinálásával a modellek igen sok variációja állítható elő. Az alacsonyabb rendű vegyes ARMA modellek az alábbi módon írhatók fel:

ARIMA (1, 0, 1)
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ARIMA (2, 0, 1)
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ARIMA (1, 0, 2)
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ARIMA (2, 0, 2)
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Az autoregresszív mozgóátlag folyamat mindenkori értéke kifejezhető saját késleltetett értékeinek és különböző késleltetésű fehér zajok lineáris kombinációja összegeként. 

Amennyiben a vegyes modellek valamelyikét az idősor differenciáira írjuk fel, ARIMA (p, d, q) modellhez jutunk. A legegyszerűbb ARIMA (1, 1, 1) modell az alábbi módon írható fel:
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A paraméterekre vonatkozó megszorítások és az elméleti ACF, PACF sémák általánosan a vegyes modellekre vonatkoznak, mivel függetlenek a differenciális fokától. 

A vegyes modellek paramétereire vonatkozó megszorítások megegyeznek a modellek tiszta AR és MA részeire megállapítható korlátozásokkal. 

Az elméleti ACF és PACF sémák is nagyon hasonlóak a tiszta AR és MA modellekre jellemzőkhöz.

A szezonális ARIMA (p, d, q) (P, D, Q)s modellek, a szezonális ingadozást is tartalmazó idősorokban meglévő kettős függőségi rendszer leírására két ARIMA modell építenek egymásra. Az egymás után következő idősori értékek összefüggését a modell (p, d, q) dimenzióival rendelkező része mutatja, hasonlóan a szezonalítást nem tartalmazó modellekhez. Az egyes évek azonos szezonjai közötti összefüggéseket a modell ún. szezonális része képviseli, (P, D, Q)s dimenziókkal, ahol s a szezonok számát jelenti. A szezonalítás kezelését az egyik leggyakrabban alkalmazott ARIMA (0, 1, 1) (0, 1, 1)12 modell példáján mutatjuk be. Az egyenlet bal oldalán a „kétszeres” differenciaképzést úgy végezzük, hogy először a D=1 szezonális első differenciákat a különböző évek azonos hónapjainak adatai alapján számítjuk, és így s=12 adattal (az első év teljes adatsorával) rövidül az adatsorunk. Ezután újabb d=1 első differenciákat számítunk, most az egymás után következő szezonális differenciákból, így egy további adattal rövidül az adatsorunk. A „kétszeres” differenciaképzés következtében összesen (d+sD) (estünkben 13) taggal rövidül az adatsorunk. Az egyenlet jobb oldalán „kétszeres” mozgóátlag folyamatot írunk fel az 
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véletlen változóra. Először a k=1 késleltetésnek megfelelően a 
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 paraméterrel, majd ebből az s=12 szezonális késleltetésű véletlen változóra 
[image: image151.wmf]Q

paraméterrel. 
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A magasabb rendű modellek, és különösen a szezonális modellek, a fenti módon már igen nehezen kezelhetők, ezért általában az ARIMA modelleket az ún. operátor jelölésmóddal szokás felírni. A késleltető (visszaléptető) operátort, B-t, a következőképpen használjuk: 
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A B művelet hatása 
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Y

-re, az adat visszaléptetése egy periódussal. A B művelet kétszeres alkalmazása 
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-re, két periódussal lépteti vissza az adatot: 
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Havi adatok esetén az előző év azonos hónapjának adata a 
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jelöléssel érhető el, 
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A differencia képzés egyszerűen leírható a B operátor segítségével. Például az elsőfokú differenciaképzés a következőképpen jelölhető: 
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, ahol (1-B) jelöli az első differenciát. Hasonlóan a másodfokú differenciákat (az első differenciák differenciáit) az alábbi módon jelölhetjük: 
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 EMBED Equation.3  [image: image161.wmf](
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Általánosan a d-ed fokú differencia a következőképpen írható: 
[image: image162.wmf](
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A szezonális differenciák első differenciáinak jelölése a következő: 
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Az ARIMA (0, 1, 1) (0, 1, 1)12 modell az operátor jelölésmóddal felírva a következő:
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Az általános ARIMA (p, d, q) (P, D, Q)s modell operátorokkal:
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Néhány gyakran alkalmazott szezonális ARIMA modell elméleti ACF sémáját szakirodalmi leírás alapján közöljük Ábrahám, B. – Ledolter, J. (1986) p. 

1. modell: (0, d, 0) (0, D, 1)12
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Szignifikáns ACF a 
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, azaz a k=12 késleltetésű autokorrelációs együttható.

2.  modell: (0, d, 0) (1, D, 0)12
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Szignifikáns ACF a 
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, exponenciálisan, vagy csillapodó szinusz görbe szerint csökkenve.

3. modell: (0, d, 0) (1, D, 1)12
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és szignifikáns ACF a 
[image: image173.wmf]12

r

, 
[image: image174.wmf]K

,

24

r

, 
[image: image175.wmf]K

,

36

r

, exponenciálisan, vagy csillapodó szinusz görbe szerint csökkenve.

4. modell: (0, d, 1) (0, D, 1)12
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Szignifikáns ACF a 
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. Előjelük pozitív és negatív is lehet a modell paraméterek előjelétől függően. 

5. modell: (0, d, 1) (1, D, 0)12
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 Szignifikáns ACF a 
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 EMBED Equation.3  [image: image186.wmf](
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6. modell: (0, d, 1) (1, D, 1)12
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 Szignifikáns ACF a 
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. Egyébként az 5. modell szerint alakul. 

7. modell : (0, d, 2) (0, D, 1)12
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 Szignifikáns ACF a 
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A szezonális modellek PACF sémájáról általánosan elmondható, hogy a szezonális és nem szezonális mozgó átlagolású komponens behozza az exponenciális és csillapodó szinusz görbe szerinti csökkenést, a szezonális és nem szezonális késleltetésnél is. Az autoregresszív folyamatok PACF-je pedig véges sok értéket tartalmaz. 

JMulti ingyenes, bonyolult sztochasztikus idősorkutatási módszereket (ARCH, ARIMA, VAR, VECM, stb) becslő szoftver:

http://www.jmulti.de/
JMulTi egy nyílt forráskódú interaktív szoftver, ami  az ökonometriai elemzés és a többválto-zós idősorok elemzése céljából készült. Ez egy Java 

 HYPERLINK "http://en.wikipedia.org/wiki/Graphical_user_interface" \o "Grafikus felhasználói felület" grafikus felhasználói felület. 

Statisztikai programcsomagok összehasonlítása:

http://en.wikipedia.org/wiki/Comparison_of_statistical_packages
AdaMSoft ingyenes szoftver:

http://sourceforge.net/projects/adamsoft/files/ADaMSoft/3.16.1/InstallADaMSoft.jar/download
ARIMA-t becslő statisztikai szoftverek
	Product
	Ár
	
	
	
	
	

	BMDP
	$1095
	
	
	
	
	

	EViews
	$1075

	GRETL
	Free

	JMP
	$1895

	Mathematica
	$1095

	Minitab
	$1395

	NumXL
	Lite version (Free),

Professional edition ($300)

	R
	Free

	RATS
	$500

	Sage
	Free

	SAS
	$6000

	SHAZAM
	$1600

	Stata
	$595

	Statgraphics
	$1495

	STATISTICA
	$695

	StatPlus
	$150

	SPSS
	$1599

	SYSTAT
	$1299

	TSP
	$1200

	UNISTAT
	$895


                                            YMulti                                         Free
EXCEL megoldások

http://forecast.umkc.edu/ftppub/BDS545/
3.8.4 EXCEL-parancsfájlok az ARIMA modellezés témaköréből.

Az ARIMA modellezés három lépésben, három Excel parancsfájl használatával történik.

Először a Stacionaritás-biztosítása.xlsm parancsfájl alkalmazásával megvizsgáljuk, hogy stacionárius-e az idősor vagy nem. Ha nem akkor a differenciálás fokának változtatásával illetve Box-Cox transzformációval kiválasztjuk azt a transzformált idősort, ami grafikusan leginkább eleget tesz a stacionaritás követelményeinek. Itt csak a grafikus ábra megszemlélésére illetve vizsgálatára van lehetőség, pl. látható, ha az eredeti vagy transzformált idősor átlaga és szórása konstans-e vagy nem. A következő lépés a tesztelés.

Másodszor a kiválasztott eredeti vagy transzformált idősort átmásoljuk az  ACF-PACF-Qszámítása.xlsm Excel parancsfájl Adatok-Számítások munkalapja adatok oszlopába (B3-B1048576) Az ACF és PACF korrelogramok illetve autokorrelációs- és parciális autokorrelációs együtthatók vizsgálata és a Q* statisztikák alapján eldöntjük, hogy az átalakított idősor valóban stacionáriusnak tekinthető-e. Ha igen, akkor elvégezhetjük az ARIMA modellezést.

Harmadik lépésben az ARIMA.xls parancsfájlba bemásoljuk az eredeti vagy a Box-Cox-transzformált adatokat. A differenciált idősort nem kell használni, mert az ARIMA.xlsm parancsfájlban a differenciálás foka (amit már ismerünk az első lépés számításai alapján) beállítható, és a becslésnél ezt figyelembe veszi. A Box-Cox-transzformált adatok használata esetén a legjobb modell kiválasztása után lehetőség van az eredeti- és becsült adatok visszatranszformálására. (ARIMA.xlsm Adatok visszatranszformálása munkalapon). Az ARIMA becslés után sokoldalúan lehet ellenőrizni a modellt, pl. a becslési és főleg a tesztidőszak hibáinak (pl. MAPE) alapján, ha megosztottuk az idősort becslési és teszt időszakra, vizsgálhatjuk a reziduumokat, hogy az ARIMA modell eleget tesz-e a lineáris regressziós modell szokásos feltételeinek. A feltételek a véletlen változóra vonatkoznak, így a modell ellenőrzése az et reziduumok véletlen jellegének a vizsgálatát jelenti.  A kiválasztott ARIMA modell esetében ez azt jelenti, hogy az et véletlen változó független véletlen folyamatot, fehér zaj folyamatot követ, normális eloszlással, nulla várható értékkel és konstans szórással. Ezeket a teszteket közli az ARIMA.xlsm parancsfájl, viszont a fehér zaj tesztelésére (pl. az autokorrelációs együtthatók nem szignifikánsak) ismét az ACF-PACF-Qszámítása.xlsm parancsfájlt kell használnunk. 

Stacionaritás-biztosítása.xlsm Excel parancsfájl működése. 

 Éves illetve egyéb (pl. napi adatok) esetében (nincs szezonalítás) Eredeti adatok és d=1,  d=2 és d=3 számítása és grafikus ábrázolása. A másik lehetőség Box-Cox transzformáció és ebből d=1 és d=2 számítása és grafikus ábrázolása. A differencia képzés az ismert képletekkel történik:
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 Box-Cox transzformáció.  A λ-t meg kell adni és a  célszerű intervallum:



A Box-Cox transzformáció után az adatok visszatranszformálása:



Havi adatok esetében: szezonális és nem szezonális differencia képzés. 

Szezonális differencia képzés:

D=1 (yt-yt-12),  az idősor 12 adattal rövidül.
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Ezután nem szezonális differencia képzés:

d=1 és d=2 számítása, az idősor további 1 illetve 2 adattal rövidül.

A másik lehetőség itt is a Box-Cox transzformáció elvégzése és utána a szezonális és nem szezonális 
differencia képzés.

ACF-PACF-Qszámítása.xlsm Excel parancsfájl működése.

Tetszőleges méretű adatállományt fel tud dolgozni, amit az Excel megenged. (Maximum: 1048576)

Tetszőleges max k késleltetés, a gyakorlatban ez max=60







Az új adatbevitel előtt a régi adatokat törölni kell, az „Adatok törlése” ikonra kattintva. A PACF –értékeket a Yule-Walker egyenletek módszerével becsüli.


ACF,PACF ikonra kattintva számol (ACF, PACF, Q*-statisztika, p-érték) és korrelogramokat készít. (ACF és PACF munkalap). Ha pl. 0,05-nél kisebb a p-érték akkor 5 %-os szignifikancia szinten elutasítjuk a nullhipotézist, miszerint a reziduumok fehér zajok. Ha nagyobb 0,05-nél a p-érték, akkor  akkor 5 %-os szignifikancia szinten elfogadjuk a nullhipotézist, miszerint a reziduumok fehér zajok.

Az alkalmazott képletek:

Az autokorrelációs együtthatók becslése k késleltetéssel:
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T= az adatok száma, a minta nagysága

m= a tesztidőszak száma: m

T-m (t=1,2,….T-m) a becslésre használt adatok száma összesen

K = a számított autokorrelációs együtthatók előre meghatározott száma, pl. 36.

A k késleltetés különböző értékeihez (k= 1,2,3,…,K) rendelt autokorrelációs együtthatók, az autokorrelációs függvényt alkotják.

Az autokorrelációs függvényt értékei mátrixba foglalva:
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A parciális autokorrelációs együtthatók becslése a Yule-Walker egyenletekkel történik: 
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i=1,2,3…k késleltetett értékekre külün-külön kiszámolja a parancsfájl a szorzatokat 
[image: image202.wmf]r)

-1

(R

és a parciális autokorrelációs együttható (k=1,2….K) a számított vektor 
[image: image203.wmf]F
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utolsó eleme lesz. 

A Ljung - Box portmanteau-próba (LJB vagy Q*-teszt):
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Ahol:

k = a számított autokorrelációs együtthatók előre meghatározott száma, pl. 36.

A becslésre használt adatok száma összesen T-m (t=1,2,….T-m),

H0 =a reziduumok fehér zajok,

H1 =a reziduumok nem fehér zajok,

Q*  χ2-eloszlást követ (K) szabadságfokkal.

Ennek alapján a hipotézis rendszer:

A H0-t elfogadjuk, ha:

Q*<Kχ20,05
A H1 alternatív hipotézist fogadjuk el, ha:

Q*>Kχ20,05
A szignifikancia-érték (p-érték) az a legkisebb szignifikancia szint, amin a H0 már éppen elvethető a H1-gyel szemben. Ha pl. 0,05-nél kisebb a p-érték akkor 5 %-os szignifikancia szinten elutasítjuk a nullhipotézist, miszerint a reziduumok fehér zajok.

Az ACF és PACF munkalapokon a tesztelés:

A konfidencia alsó és felső hibahatár által meghatározott sáv kiszámítása 5  %-os szignifikancia szinten az alábbi képlettel történik:
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hibahatár  által meghatározott sávon belüli autokorrelációs- és parciális  együtthatók 5 %-os szignifikancia szinten, zérusnak tekinthetők, különben nem.

ARIMA.xls Excel parancsfájl működése.
 

Beállítások Office 2007
Nyisson meg egy üres EXCEL fájlt. 
Makrók beállítása: Kattintson a Microsoft Office gombra, majd a Programnév beállításai gombra (Excel Options), ahol a Programnév az éppen használt alkalmazás neve, például Az Excel beállításai (alul található). Kattintson az Adatvédelmi központ (Trust Center) elemre, majd Az Adatvédelmi központ beállításai (Trust Center Settings) gombra végül a Makróbeállítások (Macro Settings) elemre. Kattintson a kívánt beállításra, a választás: Az összes makró engedélyezése. (Enable all macros) Minden választás után Ok.

Kattintson a Microsoft Office gombra, majd a Programnév beállításai gombra, (Excel Options) ahol a Programnév az éppen használt alkalmazás neve, például Az Excel beállításai (alul található). Kattintson a Bővítmények (Add-Ins) gombra, majd válassza a Kezelés – Excel bővítményeket alul, az ugrást választva a Bővítményeket bejelölheti (Manage: Excel Add-Ins, Go, megjelenik: Analysis Tool Pak, érdemes a többit is bejelölni.). A Bővítményeket az Excel installálja. A Bővímények megjelennek: Adatok - Adatelemzés ikonnál. (Data – Data Analysis)

Az ARIMA.xls esetében még a következő beállításokra van szükség:
Eszközök – Bővítménykezelő - Solver beikszelni, vagy ha be van jelölve kiszedni a bejelölést, kilépni, lementeni, belépni és újra bejelölni a Solvert.  (A többi bővítményt is célszerű bejelölni) Továbbá: 
Eszközök – Makró - Visual Basic Editor - Tools (felül) - References - Solver legyen bejelölve. Megoldható úgy is, hogy Alt+F11 Tools, Preferences, és ki kell jelölni (pipa jel) a SOLVER feliratot, ha nem volt bejelölve.  

A másik elérési lehetőség: Kattintson a Microsoft Office gombra, majd a Programnév beállításai gombra, (Excel Options) ahol a Programnév az éppen használt alkalmazás neve, például Az Excel beállításai (alul található). Jelölje be: Fejlesztőeszközök lap megjelenítése a szalagon. Megjelenik a Fejlesztő eszközök szalag, azon belül Visual Basic-Tools-References-Solvert be kell jelölni. Kilépés után mindig menteni kell. Előfordulhat olyan hibaüzenet, hogy Eszközök – Makró - Visual Basic Editor - Tools (felül) - References – Solvermissing, kijelölést (pipa jel) ki kell szedni és a szolvert be kell (pipa jel)  jelölni. 

Körkörös hivatkozás esetén, ha iterációt végez az Excel, az Excel által javasolt módosítás: Az Excel beállításai – Képletek - Közelítés engedélyezése. 

Új adatállomány bevitele: 

Az adatsor kiválasztása. A program elvégzi a differencia-képzést, de ha ln-transzformációra, vagy Box-Cox  transzformációra van szükség, azt el kell végezni és a transzformált adatokkal kell a továbbiakban dolgozni. Erre szolgál a stacionaritás - biztosítása Excel parancsfájl. A megfelelő ARIMA modell (paraméterek beállítása) kiválasztására szolgál az ACF-PACF-Q* Excel parancsfájl. (Ld. ARIMA modellek jellemzése táblát) Ellenőrizni kell, hogy a transzformált adatsor stacionárius-e, mert csak ebben az esetben lehet alkalmazni az ARIMA modellt. Ha nem stacionárius az idősor, akkor gyakran valamelyik paraméter vagy paraméterek 1 vagy -1 értéket vesznek fel.

Az s érték beállítása. Először az ARIMA munkalapon a szezonok (s) számát kell beírni. Lehetőségek: 1, 4, 7, 12. Ha nincs szezonalitás, s=1, pl. éves adatok vagy napi tőzsdeindexek, ha negyedéves a szezonalitás, s=4, negyedéves adatok, ha havi a szezonalitás, s=12 havi adatok, s=4 és s=12 esetében a peridusok az évek, heti szezonalitás, s=7 napi adatok, ahol a peridusok a hetek. Ha óránkénti adatok vannak, akkor s=1 ahol a periódus a nap.

Adatbevitel: Ctrl+a, 

Megfigyelések számának módosítása.  ? x
A következő szöveg jelenik meg: A munkalap jelenleg …. hosszúságú adatsort támogat.  Adja meg, hogy hány megfigyelést kíván illesztésre felhasználni! (36 megfigyelésnél többnek kell lennie!)

Be kell írni az új idősor becslésre felhasznált  adatainak a számát. Ezt követően a következő szöveg jelenik meg: 

A munkalap jelenleg … előrejelzési megfigyelést támogat. Adja meg, hogy hány előrejelzési periódust kíván használni. (Legalább 1 periódusnál többnek kell lennie) Ha nem közli a korábbi beállításokat, akkor solver hiba van, s a solvert az előzőekben leírtak szerint újra be kell állítani.

A Ctrl+a tehát közli a jelenlegi becslésre felhasznált idősor hosszát, a korábbi számítás alapján és kéri az új becslésre szolgáló idősor adatainak a számát (az argumentumban, egy oszlopban szereplő cellák maximális sorszámát, ami elméletileg 1048576 sor lehet. A program akár 35 ezer adat, pl. DJA napi index 1896-2011 esetében is működik kb. 10 perc alatt megoldást ad). 

Megfigyelések számának módosítása.  ? x

Ezt követően kéri az előrejelzés hosszát, közölve a jelenlegi, korábbi számítás értékét, aminek csak szakmai korlátja van, ha ex-post ellenőrzést illetve ex-ante előrejelzést kérünk. Ebben az esetben az idősort becslési és teszt időszakokra bontjuk. Lehet pl. ex-post ellenőrzésnél a becslési időszak az idősor fele, (a teszt időszak akkor szintén az idősor fele) kétharmada, (a teszt időszak akkor az idősor egyharmada) négyötöde (a teszt időszak akkor az idősor egyötöde) vagy becslési időszak az idősor hossza mínusz az utolsó év, ami havi adatoknál pl. 12, negyedéves adatoknál pedig 4. Hibaképleteket akkor számol a program, ha azt megadjuk, tehát az összes bemásolt adat számának és a becslésre szolgáló adatok számának a különbsége egy vagy egynél nagyobb érték.  

Ex-post ellenőrzésnél az ARIMA illesztést (becslést) végzi el a program a becslési időszak adatainak az alapján és kiszámítja az illesztett hibákat a becslési időszakra, továbbá az ARIMA modell előrejelzéseket készít, ha megadtuk a megfelelő előrejelzési időszakot, vagyis a teszt időszak adatainak a számát és mivel a tényadatokat is megadtuk a teszt időszakra, a program hibaképleteket tud számítani, amit az előrejelzett hibák néven közöl. A hibaképletek az ARIMA munkalapon a számítások  elvégzése (Ctrl+b és Ctrl+k) után a számsorok után az O (Illesztett hibák) és R (Előrejelzett hibák) oszlopban jelennek meg.

Az adatok módosítása (Ctrl+a) után a régi adatsort törli a parancsfájl és be lehet másolni az új adatsort. Ha az idősort megosztjuk becslési és teszt időszakra, akkor célszerű így megadni az adatokat, pl. a teszt időszak hossza megegyezik az előrejelzés hosszával. (pl. havi adatok, az idősor hossza 456 hónap adata, az előrejelzés hossza 12 hónap, akkor az új idősor hossza kérdésre a válasz 444 hónap, és ebből számol, az idősor bevitel előrejelzés celláiba be lehet másolni a tesztidőszak 12 adatát. Az előrejelzés hosszának lehet kérni 24-t, ebből 12 adat az ex-post előrejelzés ellenőrzéséhez szükséges és 12 lesz az ex-ante előrejelzés, amikor már tényadatokkal nem rendelkezünk. A hibaképleteket a program kiszámolja az illesztett (becslési) és ebben az esetben az előrejelzett (teszt) időszakokra is.

Hibaüzenetnél Debug-t kell választani és a sárga mezőben lévő utasításnál shift 1, aposztrófot (’) kell beírni és menteni. A másik lehetőség a solver beállítása az előzőekben leírtak szerint.

Célszerű először ex-post elemzést végezni és a legjobb ARIMA modell ismeretében ex-ante előrejelzéseket készíteni. 

Az ARIMA munkalapon a kiinduló ARIMA modell felírása (azonosítása, identifikációja) és az ARIMA modell paramétereinek a becslése.

A felhasználóknak meg kell határozniuk a (p-d-q-C-P-D-Q-S) ARIMA változók értékét a sárga cellában (A3:H3). A változók felvehető értékei: d és D: 0-3, p: 0-12, P: 0-2, q: 0-12, Q: 0-2, C: 0-1. S: 1, 4,7,12. Hibás adat beírása esetén a program hibát jelez, ilyenkor csökkenteni kell a beírt értéket 1-gyel, és ha akkor is hibát jelez, mindaddig csökkenteni kell a beírt változó értékét, amíg hibát nem jelez.  

Havi adatok esetén S 12 kell legyen, és ha az adatok negyedévesek,  S 4 kell legyen, és heti adatoknál S 7 kell legyen. A szürke cellák számítási területek, így oda adatokat nem szabad írni, csak a sárga cellákba. Az ARIMA paraméter értékének beírása után, a paraméterek módosítását végrehajtó Solvert futtatni kell. (Ctrl+b). A koefficiensek értékének meghatározásához a felhasználóknak futtatniuk kell az ARIMA modell becslését végző Solvert, ami iterációkkal (feltételezéses maximum likelihood XE "maximum likelihood"  (CML) módszerével) elvégzi a számításokat. (Ctrl+k) 

A változó cellák a sárga cellák, melyek tartalmazzák számítások eredményét, értelemszerűen, ha kiválasztásra kerültek, tehát nem 0 paramétert jelöltünk be. 

0 =X28, S (1-2) , S (1-2) AM 28-29.
A theta)  és phi) koefficiens korlátai, kisebbek, mint 1, de nagyobb, mint 0, kivéve a 0-t (theta 0-t) amely bármely valós szám lehet. 
ARIMA modellek jellemzése tábla segít a modell kiválasztásában.
Az ARIMA modell paramétereinek  becslése a feltételezéses maximum likelihood XE "maximum likelihood"  (ML) (conditional maximum likelihood XE "maximum likelihood"  ~ feltétételes legnagyobb esélyesség) módszerével történik. Ennek lényege, hogy a becslőfüggvény készítője ismerettel rendelkezik az alapsokaság eloszlására vonatkozóan, pontosabban ismeri az alapsokasági eloszlás típusát, de nem ismeri a konkrét alapsokasági paraméterek értékét. Ez a feltételezés az ARIMA modellek esetében az, hogy a megfigyelések normális eloszlást követnek és eleget tesznek a stacionaritási követelményeknek.
 A kezdőértékek számításánál a feltételezéses (conditional) ML módszert használja, vagyis a kezdőértékek nullák. Például a 
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(tehát a likelihood-függvény) maximális. Tehát azt a paramétert választjuk becslésnek, ami mellett az Y minta bekövetkezésének „valószerűsége” a legnagyobb.

Az ARIMA mukafüzeten, a leírtak szerint:

Meg kell adni a paraméterek számát. ARIMA (p, d, q). C (konstans, van=1, nincs= 0) Ha van szezonalítás: (P, D, Q)s
Ctrl+b módosítja az ARIMA modell paramétereit, amiket a sárga cellákba beírtunk. 

Ctrl+k iterációs eljárással becsüli a paramétereket (Ctrl+b utáni paraméterek szerint) és kiszámítja a becsült paramétereket valamint a következő statisztikákat:

A rendelkezésre álló adatok száma: T

A teszt időszak száma: m

A becslési időszak száma: T-m

A becslésre használt adatok száma összesen T-m (t=1,2,….T-m), minimum 36.

Kieső adatok száma= Kieső adatok száma=p+d+s(P+D) 

Felhasználható adatok száma= Az adatok száma - Kieső adatok száma = (T-m) - [p+d+s(P+D)]


Szabadságfok (df) számítása: df=(T-m)–[p+d+s(P+D)] - (p+q+P+Q)

Számtani átlag (Yt):
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SzórásP (Yt):
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Hibanégyzet-összeg (SSE):
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A reziduális szórás (s): 
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R2 többszörös determinációs együttható:
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Az R2 negatív is lehet, ha 
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, de a megfelelő modell kiválasztása esetén egyhez közeli érték, különösen ha sok magyarázóváltozó szerepel a modellben. 

DW statisztika. (Durbin-Watson d-próba)  A próbafüggvény:
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A program, a többi szoftverhez hasonlóan közli a DW statisztika értéket, ami nem használható az AR modelleknél, ahol a magyarázóváltozók valamelyike az eredményváltozó egynél több késleltetettje, vagyis Yt-1,  Yt-2… alakú.
 Ha a késleltetés 1, (Yt-1) akkor viszont használható a DW statisztika.

 Az ARIMA modellek diagnosztikai ellenörzése.

Az R2 nem alkalmas az illeszkedés mérésére, mert a paraméterek számának növekedésével gyakorlatilag 1-hez tart. A modell alkalmasságának vizsgálatára a legjobb módszer a mintán kívüli előrejelzés, vagyis a minta egy részét visszatartjuk (nem használjuk fel a becslés során, ez a teszt időszak), ezekre ex post előrejelzéseket készítünk, majd összehasonlítjuk az előrejelzett értékeket (Y^t) az Yt  ismert értékeivel.  A becslési időszak alapján készítjük az előrejelzéseket. A „mi lett volna ha” feltételezés mellett nagy valószínűséggel a legjobb modell kiválasztható. Természetesen feltételezzük, hogy az ex-ante időszakban jelentősebb tendencia változás pl. válság nem következik be. A mintán kívüli előrejelzéshez az adatbevitelt (Crtl+a) kell megfelelően beállítani.

Az ARIMA parancsfájl az „Eredeti és becsült” illetve a „Reziduum” munkalapokon a számítások alapján a grafikus ábrákat is közli.

Az alkalmazott hibaképletek. 
Kiszámítja a hibaképleteket a becsült ( t=1,2… T-m) értékekre minden esetben, a becslésre szolgáló megadott adatok  (
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) és az ARIMA modell alapján becsült adatok (
[image: image218.wmf]t
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) alapján.

Kiszámítja továbbá a hibaképleteket az ex-post előrejelzett  (T, T-1, T-2,...T-(m+1)) értékekre is, ha az idősort megosztottuk becslési (cellák száma: T-m) és teszt (cellák száma: m) időszakra és megadtuk a teszt időszak értékeit. 

Ex-ante előrejelzést készít az M-m időszakra, amikor már megfigyelésekkel nem rendelkezünk: (T+1, T+2, … T+M-m). Ellenőrzése akkor lehetséges amikor az ex-ante időszak bekövetkezik és így ex-post időszakká válik.

Az alkalmazott jelölések:

A hiba (e = Error): 
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[image: image220.wmf]t
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 = az illesztésre (becslésre)  felhasznált megfigyelt értékek  (1,2,….T-m) és az ex-post becslésre (T, T-1, T-2,...T-m-1) használt megfigyelt adatok.  

[image: image221.wmf]t
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= az illesztett (becsült)  (1,2,….T-m) és az ex-post előrejelzett (T, T-1, T-2,...T-m-1) értékek. 

Az illesztett hibák számítása a fenti jelölések felhasználásával:
t=1,2,3,…T-m

Átlagos hiba. [ME=Mean Error]
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A hibák (reziduumok) négyzetösszege. SSE  (Sum of Squared Errors) 


[image: image223.wmf](

)

TmTm

2

2

ttt

t1t1

ˆ

SSEeYY

--

==

==-

åå


Relatív [%-os] hiba [PEi = PERCENTAGE ERROR]:
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Relatív [%-os] abszolút hiba [PEi = ABSOLUTE PERCENTAGE ERROR]:
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A hiba abszolút értéke:
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Átlagos relatív [%-os] abszolút hiba szórása, [RSE=Root Square Error of MEAN ABSOLUTE PERCENTAGE ERROR]: 
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Átlagos abszolút eltérés [MAD=Mean Absolute Deviation of Error]
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Átlagos relatív [%-os] hiba [MPE = MEAN PERCENTAGE ERROR]
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Átlagos relatív [%-os] abszolút hiba [MAPE = MEAN ABSOLUTE PERCENTAGE ERROR]:
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Az ex-post előrejelzett (T, T-1, T-2,...T-m-1) értékek hibaszámítása hasonló módón történik, csak az indexek különböznek: T, T-1, T-2,...T-m-1 értékeket vesznek fel.

Pl. az előrejelzett MAPE számítása a teszt periódusra: 
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Több ARIMA modell közül azt választjuk, amelyre a MAPE, a MAD, RSE hibák kisebbek. 
Szelekciós kritériumok alapján történő választás. 
 

Akaike – féle információs kritérium. (Akaike Information Criterion = AIC)

Schwartz-féle bayesi kritérium  (Schwarz Bayesian Criterion = SBC) vagy bayesi információs kritérium (Bayesian (Schwartz) Information Criterion = BIC vagy SIC). 

Hanan-Quinn kritérium (Hanan-Quinn Criterion = HQC)

Az ARIMA modellek összehasonlítására szolgálnak és egyszerre figyelembe veszik az illeszkedés jóságát és a becsült együtthatók számát.

A jelölések:

A becsült paraméterek száma: 
[image: image232.wmf]P
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Az adatok száma, a minta nagysága: T

A tesztidőszak száma: m

Az illesztésre (becslésre) felhasznált adatok száma T-m

A hibák (reziduumok) négyzetösszege.
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Reziduális szórásnégyzet (variancia) (s2)

[image: image234.wmf](

)

Tm

2

t

2

t1

ˆ

YY

s

(T-m)

-

=

-

=

å


A becsült paraméterek száma: 
[image: image235.wmf]P
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Az AIC,  BIC és HQC mutatók eredeti és logaritmizált formákban:
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Több ARIMA modell közül azt választjuk, amelyre az AIC-, BIC- a HQC - érték a legkisebb. A szelekciós kritériumok működésük elve a következő: a kisebb hibájú modellt preferálják, de ezek közül is azt választják, amelyik a kevesebb paramétert használ. A kétféle kritérium egymásnak ellentmondó eredményre is vezethet. A magyarázó változók számának növekedését a Schwartz-féle bayesi kritérium  (BICp) jobban bünteti. A szelekciós kritériumok kiválasztása arra vonatkozik, hogy mely koefficienseket használjuk (tartjuk meg) a modellünkben. Minél egyszerűbb ARIMA modellel tudunk jó prognózist készíteni, annál megbízhatóbb prognózist tudunk készíteni. 

Az (SSE/T-m), egy megfigyelési idősor egységre vetítve az átlagos hiba. Így kezdődik mind három mutató. A hiba minél kisebb annál jobb, tehát ez a modell úgy fog működni, hogy minél kisebb a hiba, annál jobb a mutató, de a javulást ellensúlyozza a paraméterek számának növekedése. Ezt fejezi ki az e  a (T-m) illetve ln(T-m) alapú hatvány, amit büntetőfaktornak nevezünk. 

A véletlen változó, (reziduumok et) vizsgálata.

A modell ellenőrzése annak a vizsgálatát jelenti, hogy a becsült ARIMA modell eleget tesz-e a lineáris regressziós modell szokásos feltételeinek. A feltételek (ld. regresszio.xls parancsfájl leírását) a véletlen változóra vonatkoznak, így a modell ellenőrzése az et reziduumok véletlen jellegének vizsgálatát jelenti. 

Ezeknek a számításoknak egy részét  már elvégeztük a modell azonosítása munkafázisban, amikor azt ellenőriztük, hogy az Yt változók illetve azok transzformációjával (Box-Cox-transzformáció és differencia képzés, d és D) nyert transzformált változók eleget tesznek-e a stacionaritás követelményének illetve, hogy a változó, a megfigyelt idősor (Yt) hibái, vagyis az autokorrelációs együtthatók  fehér zajt alkotnak-e. Ezt Q*-teszttel ellenőriztük. 

Most viszont becsült ARIMA modellel rendelkezünk és ellenőriznünk kell azt, hogy a becsült reziduumok véletlen jellege igazolható-e. 

A lineáris regressziós modell feltételeit az ARIMA modellre felírva: az 
[image: image237.wmf]t
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 véletlen változó független véletlen folyamatot (fehér zaj folyamatot) követ, nulla várható értékkel és konstans szórásnégyzettel. A konstans szórásnégyzet állandóságára vonatkozó feltétel teljesülését ellenőrizhetjük a reziduumok grafikus ábrája alapján. Ld. Reziduum munkalapot. 

Az ARIMA munkalapon az O oszlopban közli a program a reziduum (et) értékeket, ezekből kell először 

autokorrelációs együtthatókat számítani pl. k=36 késleltetéssel.
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Az a 
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stadard hibájának a közelítése:
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Az elözőek alapján:
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A reziduális változó függetlensége esetén az autokorrelációs együtthatók 
[image: image242.wmf]kt
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 (k=1,2,…K) nem szignifikánsak. Célszerű, a már ismertetett Ljung-Box portmanteau-próba (LJB vagy Q*-teszt) használni az autokorrelációs együtthatók tesztelésére.
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 A reziduumok (et) az ARIMA.xls parancsfájl ARIMA munkalapján az O oszlopban találhatók, ezeket  a parancsfájl bemásolja a  „Modell ellenőrzése munkalap” B oszlopába, a sorszámokat az A oszlopába. Az et reziduumokat bemásoljuk ”az ACF-PACF-Qszámítása Excel parancsfájlba, a „Reziduumok másolása” cellára kattintva, ami kiszámítja az autokorrelációs együtthatókat a megadott K késleltetéseknek megfelelően, a parciális  autokorrelációs együtthatókat, a Q*-statisztikákat és a p-empirikus szignifikancia értékeket. A számitások eredményét visszamásoljuk az ARIMA.xls fájl „A modell ellenörzése” munkalapjába. A régi adatokat elötte kitöröljük.

A becsült reziduális változó átlagának [M(et)] nullához közel kell esni. A nullhipotézis ellenörzése:
A reziduumok (et) átlaga, a reziduális szórásnegyzet [variancia s2(et)] és a reziduális változó (et) standard hibájának s(et) becslése:
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Az egymintás t-próba, nem követeli meg a sokasági eloszlás szórásának ismeretét, de annak normális voltát továbbra is kiköti. :
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A próbafüggvény a nullhipotézis fennállása esetén:
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A próbafüggvény a nullhipotézis elutasítása esetén:
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A reziduumok (et) Jarque-Bera féle normalitási-tesztje.

A reziduumok száma:
Becslésre felhasznált adatok száma (T-m)
Kieső adatok száma k=p+d+s(P+D)
Reziduumok száma n = (T-m)- [p+d+s(P+D)]
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       Ahol:

Reziduumok száma n = (T-m)- [p+d+s(P+D)]

       S= a ferdeség mérésére szolgáló S mutató:
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A S - mutató értéke 0, ha az eloszlás szimmetrikus, pozitív előjel esetén jobb oldali, míg negatív előjel esetén bal oldali aszimmetriára következtethetünk.
K = a csúcsosság mutatószáma:
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A (K-3) relatív csúcsosság mutató értéke 0, normális eloszlás esetén. Ennél kisebb érték esetén lapultnak, nagyobb érték esetén csúcsosnak tekinthetjük az eloszlást.

A szabadság fok (df) mindig az S és K paraméterek miatt = 2

A tesztstatisztika 2 szabadságfokú χ2-eloszlást követ. Minél magasabb az értéke, annál biztosabban (alacsonyabb szignifikancia-szint mellett) tudjuk elutasítani a nullhipotézist, miszerint a megfigyelések normális eloszlást követnek. Normális eloszlás esetén a JB=0, mert S=0 és (K-3) =0, tehát alacsony értéke normalitásra utal. Ha a p-érték kisebb mint 0,05 akkor 5 %-os szignifikancia szinten elutasítjuk a nullhipotézist, miszerint a megfigyelések normális eloszlást követnek.

Ennek alapján a hipotézis rendszer:

H0 = az adatsor normális eloszlást követ,

H1 = az adatsor  nem követ normális eloszlást,

A H0-t elfogadjuk, ha:

JB<2χ20,05
A H1 alternatív hipotézist fogadjuk el, ha:

JB>2χ20,05
A szignifikancia-érték (p-érték) az a legkisebb szignifikancia szint, amin a H0 már éppen elvethető a H1-gyel szemben. Ha pl. 0,05-nél kisebb a p-érték akkor 5 %-os szignifikancia szinten elutasítjuk a nullhipotézist, miszerint a megfigyelések normális eloszlást követnek.

ACF-PACF-ARIMAszámítás144adattal.xlsm Excel parancsfájl működése.

Az Adatbevitel munkalapra 144 adat másolható. Ctrl+a utasítással az adatállomány bővithető, kéri az adatállomány növekedésének a nagyságát. Pl. az új adatállomány 200, a régi 144, a bövülés, amit be kell írni. 200-144=56. Nyomon követhető az ACF, PACF, Q* számítása és tesztelése, az ACF és PACF korrelogramok készítése. A PACF – értékeket a Yule-Walker egyenletekkel módszerével becsüli. A számítások képletei a munkafüzetekben megtalálhatók, maguk a számítások nyomon követhetők és az elméleti részben az elözőekben leírásra kerültek. Az ARIMA munkalap 144 adattal működik, a programozás látható. Ennek a parancsfájlnak az a célja, hogy a számítások menetét lehessen látni, az ne legyen “fekete doboz”. AZ ACF-PACF-Q* számítását az elözőekben bemutattuk. Az ARIMA modellezés lépéseit ismertetjük. A parancsfájllal csak a megadott ARIMA változokkal végzi el a számításokat, tehát iterációkat nem végez. 

Bevezetés: 
Ez a munkalap bemutatja az ARIMA módszert, amely képes kezelni heti, havi negyedéves adatokat.

Az ARIMA módszerrel a modell 3 fő komponenst tartalmaz, nevezetesen autoregressziós, differencia és mozgóátlag. Minden komponensnek két alkomponense van, azaz egyszerű és szezonális alkomponens.

Az autoregressziós komponens általános formája:

                a szezonális                                  az egyszerű

( 1- 1S B1S- 2S B2S- … - PS BPS) (1- 1 B1- 2 B2- … - p Bp) Yt = et
ahol p-t és P-t  az ARIMA paraméter p és P értéke határozza meg 

           B jelöli a visszaléptető operátort és S jelöli a szezonalitást
 A differencia komponens általános formája:
szezonális    egyszerű

(1- BDS)   (1- Bd) Yt = et
ahol d-t és D-t  az ARIMA paraméter d és D értéke határozza meg 

           B jelöli a visszaléptető operátort és S jelöli a szezonalitást
A mozgóátlag komponens általános formája:
                       a szezonális                                     az egyszerű                   konstans
Yt = ( 1- 1S B1S- 2S B2S- … - QS BQS ) ( 1- 1 B1- 2 B2- … - q Bq ) et + 0
ahol q-t és Q-t  az ARIMA paraméter q és Q értéke határozza meg 

           B jelöli a visszaléptető operátort és S jelöli a szezonalitást
    és 0 jelöli a konstanst az ARIMA modelben (ha a C ARIMA paraméter 1)
Ezen három komponenst egyesítve az ARIMA általános formája pdqCPDQS paraméterrel az alábbi lesz 

(1- 1S B1S- 2S B2S- … - PS BPS) (1- 1 B1- 2 B2- … - p Bp) ( 1- BDS) (1- Bd) Yt 

= (1- 1S B1S- 2S B2S- … - QS BQS ) ( 1- 1 B1- 2 B2- … - q Bq) et + 0
Hogyan használjuk a munkatáblát?

A felhasználóknak meg kell határozniuk a (p-d-q-C-P-D-Q-S) ARIMA paraméterek értékét a sárga cellában (A3:H3). A késleltetési adatok korlátozottsága miatt p és d értéke 0-36 között kell legyen. P és D értéke 0-15 között kell legyen. q és Q értéke 0-2 között kell legyen. C értéke 0 vagy 1 kell legyen. Havi adatok esetén S 12 kell legyen, és ha az adatok negyedévesek,  S 4 kell legyen, és heti adatoknál S 7 kell legyen. Kérem, vegye figyelembe, a szürke cellák számítási terület
Az ARIMA paraméter értékének meghatározása után, a munkalap kiválasztja, milyen konstans és koefficiens vesz részt a számításban a meghatározott ARIMA paraméternek megfelelően. Ha a koefficienset vagy konstanst kiválasztották, a mellette levő cella 1-re változik. És 0 ha nem választják ki. 

A koefficiensek értékének meghatározásához a felhasználóknak futtatniuk kell a megoldót. A célcellák lehetnek ME vagy SSE. Ezek az értékek a D95 illetve a D96-ban vannak. A változó cellák a sárga cellák, melyek tartalmazzák a konstanst és phi-t és theta-t azaz M28 a 0 (theta0) konstansot, Q28:Q63 cella a 1 …36 (phi1 …phi36) autoregressziós koefficienst, V28:V42 a S1 …S15 (phiS1 …phiS15) szezonális autoregressziós koefficienst, Y28:Y29 tartomány a 1 …2 (theta1 …theta2) mozgóátlag koefficienst, AC28:AC29 tartomány a S1 …S2 (thetaS1 …thetaS2) szezonális mozgóátlag koefficienst. A theta és phi koefficiens korlátai, kisebb, mint 1, de nagyobb, mint 0, kivéve a theta 0, amely bármely valós szám lehet 

 A havi és negyedéves előrejelzési munkafüzet ARIMA modulja kissé különbözik ARIMA.xls-étől. A különbségek a következők:
1) A havi és negyedéves előrejelzési munkafüzet ARIMA modulja csak havi adatokkal tud dolgozni, mivel a Szezonális MA-t speciálisan havi adatok feldolgozására tervezték. Ugyanez érvényes a negyedéves munkafüzetre
 2) Az ARIMA.xls makrója nem regenerálja a munkalapot. Egyszerűen növeli a megfigyelések számát. A havi és negyedéves előrejelzési munkafüzet ARIMA modulját regenerálták Ctrl+a megnyomásával. 
Ezen munkalap Számítási Folyamata

A Számítási Folyamatot 6 fő modulra osztottuk:
1. egyszerű differenciálás modul
2. szezonális differenciálás modul
3. egyszerű autoregressziós modul
4. szezonális autoregressziós modul
5. mozgóátlag modul (egyszerű és szezonális kombinálva)

6. összegző modul
Mindegyik modul számítási eredményét továbbítjuk a másik modulba. Az egyes modulok működése
1  Egyszerű Differenciálás Modul

Ez a modul az AG - BT oszlopban található a 21. sortól kezdve. Az AG - BQ oszlop tartalmazza a késleltetett adatokat 1 késleltetéstől kezdve 36 késleltetésig. És az AD oszlop tartalmazza a mátrixot, amely megmondja, milyen késleltetést választunk a d ARIMA paraméter értékének megfelelően. A BS oszlop tartalmazza mátrix szorzás eredményét. Ezeket az eredményeket érvényesítjük a BT oszlopban, és DIFFt-nek nevezzük
(1- Bd) Yt := DIFFt
        A  mátrix          Az Yt mátrix  

|  1 |

|  0 |

|  :  |

| -1 |   X   [Yt    Yt-1    Yt-2    …   Yt-36 ] : = DIFFt
|  0 |

|  :  |

|  0 |

2 Szezonális Differenciálás Modul
Ez a modul a BV - CN oszlopban található a 21. sortól kezdve. A BV - BQ oszlop tartalmazza a késleltetett DIFFt (Yt-t egyszerű differenciálás után) 1 szezonális késleltetéstől kezdve 15 szezonálisig. És az AE oszlop tartalmazza a S mátrixot, amely megmondja, milyen szezonális késleltetést választunk a D ARIMA paraméter értékének megfelelően. A CM oszlop tartalmazza mátrix szorzás eredményét. Ezeket az eredményeket érvényesítjük a CN oszlopban, és SDIFFt-nek nevezzük:
(1- BDS) DIFFt : = SDIFFt
        the S matrix     the DIFFt matrix  


|  1 |

|  0 |

|  :  |

| -1 |   X   [DIFFt    DIFFt-1S    DIFFt-2S    …   DIFFt-15S ] : = SDIFFt
|  0 |

|  :  |

|  0 |

3 Egyszerű Autoregressziós Modul

Ez a modul a CP oszloptól EQ oszlopig található a 21. sortól kezdve. A CP - DZ oszlop tartalmazza a késleltetett SDIFFt-t (Yt-t egyszerű és szezonális differenciálás után) 1 késleltetéstől kezdve 36 késleltetésig. És az N oszlop a 28 sortól kezdve a 63 sorig tárolja az autoregressziós koefficiensek értékeit a 1 …36 (phi1 …phi36) tartományban. Az M oszlop N-től balra mutatja, melyik koefficienst válasszuk a p ARIMA paraméter értékének megfelelően Ez az M és N oszlop kombinálva alkotja az AB oszlopnál található  mátrixot. Ez a  mátrix mutatja, melyek az autoregressziós koefficiensek (N) ebben a számításban. Az EB oszlop tartalmazza mátrix szorzás eredményét. Ezeket az eredményeket érvényesítjük az EC oszlopban, és ARt-nek nevezzük
 (1- 1 B1- 2 B2- … - p Bp) SDIFFt := AR t
            a  mátrix      az SDIFFt mátrix  


|    1   |

|  - 1 |

|  - 2 |     X   [SDIFFt    SDIFFt-1    SDIFFt-2    …   SDIFFt-36 ] : = ARt
|     :   |

| - 36 |

4 Szezonális Autoregressziós Modul

Ez a modul EE  oszloptól EW oszlopig található a 21. sortól kezdve. Az EE - ET oszlop tartalmazza a késleltetett ARt-t (Yt egyszerű és szezonális differenciálás után) 1 késleltetéstől kezdve 15 késleltetésig. És az R oszlop a 28 sortól kezdve a 42 sorig tárolja a szezonális autoregressziós koefficiensek értékei a 1S …15S (phi1S …phi15S) tartományban. A  Q oszlop N-től balra mutatja, a p ARIMA paraméter értékének megfelelően melyik koefficienst válasszuk. Ez a Q és  R oszlop kombinálva alkotja az AC oszlopnál találhatóS mátrixot. Ez a  mátrix mutatja, melyek az autoregressziós koefficiensek (NS ) ebben a számításban. Az EB oszlop tartalmazza mátrix szorzás eredményét. Ezeket az eredményeket érvényesítjük az EC, oszlopban, és SARt-nek nevezzük
(1- 1S B1S- 2S B2S- … - PS BPS) ARt := SAR t
            a S mátrix     az ARt mátrix  


|     1    |

|  - 1S |

|  - 2S |     X   [ARt    ARt-1S    ARt-2S    …   ARt-15S ] : = SARt
|      :   |

| - 15S |

5 Mozgóátlag Modul

Ez a modul az FU oszloptól  FY oszlopig található a 21. sortól kezdve. Az FV oszlop számítja ki a mozgóátlag komponenst szezonális alkomponens nélkül (MA). Az FW oszlop számítja ki a mozgóátlag komponenst negyedéves szezonális alkomponenssel (SMA4). Az FX oszlop számítja ki a mozgóátlag komponenst heti szezonális alkomponenssel  (SMA7). És az FY oszlop számítja ki a mozgóátlag komponenst havi  szezonális alkomponenssel (SMA12)

A V oszlop a 28 sortól a 29 sorig tárolja az egyszerű mozgóátlag koefficiensek 1 és 2 (theta1 és theta2) értékeit. A Z oszlop a 28 sortól kezdve a 29 sorig tárolja a szezonális mozgóátlag koefficiensek 1S and 2S értékeit (theta1S and theta2S). Az U és X oszlop a V és Y oszloptól balra mutatja, a q és Q ARIMA paraméter értékének megfelelően melyik koefficienst válasszuk. Ez U és V oszlop kombinálva és az X és Y oszlop kombinálva alkotjaaz FR illetve FS oszlopban található  and és S mátrixokat. Például ha a q és Q ARIMA paraméter értéke 0 vagy üres, ez azt jelenti, a felhasználók mozgóátlag komponens nélküli ARIMA-t akarnak, akkor ez a két mátrix (  and S ) 0 

A J21 cella tárolja 0 (theta0) konstans értékét mutatja. A I21 cella a J21 cellától balra mutatja, választjuk-e ezt a koefficienst a C ARIMA paraméter értékének megfelelően
SARt = ( 1- 1S B1S- 2S B2S) ( 1- 1 B1- 2 B2) et    + 0
[et - 1 et-1 - 2 et-2  - 1S et-S  + 11S et-(s+1) +21S et-(S+2)  - 2S et-2S  + 12S et-(2S+1)  + 22S et-(2S+2) ]

                                        a mozgóátlag komponens
et = SARt – [- 1 et-1 - 2 et-2  - 1S et-S  + 11S et-(s+1) +21S et-(S+2)  - 2S et-2S  + 12S et-(2S+1)  + 22S et-(2S+2) ] + 0
Az MA szezonális komponense miatt, SMA4, SMA 7 és SMA12 különböző. A késleltetett hiba különbözőképpen jelenik meg. A mozgóátlag komponens első tagj (- 1 et-1 ) először a 23. sorban jelenik meg, és folytatódik a következő sorban. A második tag ( - 2 et-2  ) először a 24. sorban jelenik meg, és folytatódik a következő sorban. A harmadik és negyedik tag, melynek szezonális alkomponense van, először a 25 és 26 sorban jelenik meg, és folytatódik a következő sorban SMA4-re, a 28 és 29 sorban SMA7-re, és 34 sorban SMA12-re
Következésképpen lesz et minden S-re GB - GE oszlopban But only the one that corresponds to the value of S in ARIMA parameter will be selected as the final et in column GF

et = SARt – MAt + 0
5 Összegző modul. A GA oszloptól a GH oszlopig tart a 21-ik sortól. Az ARIMA paraméterek alapján becsüli a hibát (et), amiből az Y^t  becsült értéket határozza meg.
Y^t = Yt - et  (C oszlop, a kieső adatoknál nincs becsült érték.)
Az A4-I4 cellákban láthatók a kiválasztott ARIMA változók. A D5-D14 cellák a számított értékeket és statisztikákat közli. 

	Kieső adatok száma= p+d+q+s(P+D+Q)

	Megfigyelések száma (n)

	Szabadságfok  (df)
	

	R2
	
	

	Számtani átlag(Yt):
	

	Teljes négyzetösszeg

	Hibanégyzetösszeg (SSE)

	Korrigált reziduális szórás (s*e)

	Durbin-Watson statisztika

	Késleltetések száma 36


3.8.5 Spektrálanalizis.xls  parancsfájl működése.

Az elméleti hatter részletesebb ismertetésétől eltekintünk, az megtalálható Pintér József tanulmányában.

Adatbevitel: Ctrl+a, 

(Ctrl+a) a szezonok számának, az illesztéshez megadott megfigyelések számának, és az előrejelzés hosszának a változtatása.








(Ctrl+k) a Fourier modell becslése








(Ctrl+g) a grafikonok újrajarzolása. 



A Ctrl+ utasításokat az első munkalapon kell végrehajtani!






Ex-post ellenőrzésnél az FOURIER illesztést (becslést) végzi el a program a becslési időszak adatainak az alapján és kiszámítja az illesztett hibákat a becslési időszakra, továbbá az FOURIER modell előrejelzéseket készít, ha megadtuk a megfelelő előrejelzési időszakot, vagyis a teszt időszak adatainak a számát és mivel a tényadatokat is megadtuk a teszt időszakra, a program hibaképleteket tud számítani, amit az előrejelzett hibák néven közöl. A hibaképleteket a program kiszámolja az illesztett (becslési) és ebben az esetben az előrejelzett (teszt) időszakokra is. Célszerű először ex-post elemzést végezni és a legjobb FOURIER modell ismeretében ex-ante előrejelzéseket készíteni. 

A rendelkezésre álló adatok száma: T

Szezonalitás (periódikus ingadozás) hossza = s (4 vagy nagyobb szám)

A teszt időszak száma: m

A becslési időszak száma: T-m

A becslésre használt adatok száma összesen T-m (t=1,2,….T-m)

A számítások menete. Az alábbi számításokat végzi el a program:

Yt = a megfigyelt adat a t-edik időpontban

Yt - Yt-s a t-dik megfigyelt érték és a (t-s) időpontban megfigyelt érték különbsége.
Számtani átlag (Yt):
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   Trend számítása és kiszűrése:   
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A program kiszámítja az alábbi trigonometrikus függvényeket:

cos(t)
, sin(t), cos(2t), sin(2t), cos(3t),sin(3t), cos(4t), sin(4t)
ahol:

f = frekvencia,

körfrekvencia
A = amlitudó, a legnagyobb kitérés

Y = a függvény általános alakja

s = a periódus (rezgésidő)
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Az amplitudó megbecsléséhez a következő lineáris regressziószámítást kel elvégezni, konstanssal:

Y=
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X változók: X1=cos(t), X2= sin(t), X3= cos(2t), X4= sin(2t), X5= cos(3t), X6= sin(3t), X7= cos(4t), X8= sin(4t) 

A kapott regressziós együtthatók: a1, a2, a3, a4, a5, a6, a7, a8.
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A fenti hipotézisrendzert teszteljük.

Ha 5 %-os szignifikancia szinten elutasítjuk (p<0,05) azt a H0 hipotézist, hogy az ai (i=1,2,…8) paraméter  egyenlő 0-val, akkor a paramétert felhasználjuk az amplitudó számításához, ha a H0 hipotézist fogadjuk el, (p>0,05) akkor nem számítunk ampltudót. Az A1 amplitudó számításához szükséges, hogy  az a1 és a b1 is, szignifikánsan különbözzön 0-tól. Ugyanez érvényes az A2, A3 és A4 amplitudókra is. Természetesen dönthetünk úgy is, hogy a szignifikancia szint 10 %-os, akkor ha a p<0,1, elutasítjuk a nulhipotézist. Az elfogadás esetén 1-t, az elutasítás esetén 0-t kell beírni a sárga cellákba.

Az amplitudók számítása: 


[image: image258.wmf]22

111

22

222

22

333

22

444

Aab

Aab

Aab

Aab

=+

=+

=+

=+


A becsült Fourier egyenlet:
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Az illesztett és az ex-post hibaszámítás megegyezik az ARIMA.xls parancsfájlnál leírtakkal.

Kidolgozta: Mongkol Temrangsitornrat és Stephen DeLurgio (UMKC, University of Missouri-Kansas City), átalakította, lefordította és átprogramozta Kehl Dániel és Sipos Béla (PTE KTK).
forecast.umkc.edu/ftppub/BDS545/xls/Expos.xls

forecast.umkc.edu/ftppub/BDS545/xls/Fourier.xls

forecast.umkc.edu/ftppub/BDS545/xls/Winters.xls

forecast.umkc.edu/ftppub/BDS545/xls/Decomp.xls

forecast.umkc.edu/ftppub/BDS545/xls/forecast.xls

3.8.6 R+ interneten elérhető: Free Statistics Software (Calculator)
Adatcsere után (DATA törlendő, utána be lehet másolni az adatállományt, csak számokat akár 10 ezer adatot is) paramétereket be kell állítani és számol, hibás paraméterezés esetében üzenetet ad, Excelbe is lehet exportálni, a vesszőket ki kell cserélni, ha az adatokkal további számításokat végzünk az Excelben, pl. diagram készítése. Az eredményeket másolni is lehet Excelbe, ez célszerűbb, az ábrákat egyenként menteni kell utána be lehet illeszteni a dokumentumokba. 

A számításokat három lépésben lehet elvégezni:

1. ACF és PACF számítása és tesztelése t-próbával. A stacionarítás biztosítása.

(Partial) Autocorrelation Function - Free Statistics Software (Calculator):

http://www.wessa.net/rwasp_autocorrelation.wasp#output
Küldje az eredményeket (Send output to:) a kiválasztott paramétereknek megfelelően:

Böngésző kék/fehér, grafikonok fehérek (Browser Blue – Charts White) alapbeállítás, maradhat.

Minta terjedelem, Sample Range: (hagyja üresen, hogy tartalmazza az összes bemásolt adatot)

A késleltetés értékének (K=Number of time lags) megadása, alapértelmezés (default) K=21, legnagyobb érték K=60, éves adatoknál célszerű ha K=21, havi adatoknál ha K=36. 

A stacionarítás biztosítása paraméterezéssel, Box-Cox transzformáció, Lambda (λ) lehetséges értékei: 2 és -2 között, λ=0, logaritmikus transzformáció, a többi esetben az alábbi képlet szerint számol: 


Nem szezonális (d=0,1,2) differenciaképzés (Degree of non-seasonal differencing, d=0,1,2) Ha d=0, az konvencionálisan azt jelenti, hogy nincs nem szezonális differenciaképzés, ha d=1, akkor az idősor első differenciáit (yt - yt-1)  képezi, ami az idősor szomszédos adatai közötti különbséget jelenti. Az idősor egy adattal rövidül. 

Ha d=2, akkor a második differenciákat [(yt - yt-1)- (yt-1 - yt-2)] számítja. Az idősor két adattal rövidül.

A szezonális (D=0,1,2) differenciaképzés, (Degree of seasonal differencing (D=0,1,2). Ha D=0 az konvencionálisan azt jelenti, hogy nincs szezonális differencia képzés, ha D=1 akkor szezonális differenciákat (yt - yt-12) képezünk, havi adatoknál az idősor 12 adattal rövidül, negyedéves adatoknál a differenciaképzés eredményeképpen (yt - yt-4)  az idősor 4 adattal rövidül. Ha D=2, akkor a differenciálást [(yt-yt-12) - (yt-1 -yt-13)]  folytatjuk, és az idősor például havi adatok esetében 13 adattal rövidül. 

A szezonalitás periódusa (Seasonality) (nincs szezonalitás, tehát éves adatok esetében S=1, havi adatoknál S =12, negyedéves adatoknál S =4, fél éves adatok=2, maximális értéke S=12)

Lehetőségek: s=1,2,3,4,6,12. 

A konfidencia intervallumot (CI type) kiszámítja két módon (The confidence interval can be computed in two different ways): 
· Feltételezzük, hogy a vizsgált idősor fehér zaj folyamatot követ, (assuming a white noise time series (CI type = White Noise) Ez az alapeset.
· Feltételezzük, hogy a vizsgált idősor egy MA (k-1) folyamatot követ amikor az  ACF (k) számítása ennek alapján történik (CI type = MA) (assuming that the series is a MA(k-1) process when the CI of ACF(k) is computed (CI type = MA) Ez félrevezető lehet.
A konfidencia intervallum (Confidence Interval=CI) alapesetben 0,95, tehát 5%-os a szigifikancia szint. Ezt lehet változtatni, pl. 0,99, akkor ez 1 %-os szignifikancia szint. A CI nagyságának növelésével, a konfidencia intervallum is nő. Az alapmodell esetében, ha nem alkalmazunk transzformációt, csak a CI értékét változtatjuk, az alábbi módon változik a konfidencia intervallum, ha CI=0,95, 0,99 és 0,80:
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Ugyanis: ha szignifikancia - szint  (α)  a kétoldalú a standard normális eloszlás esetében, akkor, ha megkeressük a z értékeket a táblázatban, az alábbi konfidencia intervallumokat kapjuk:

 α=0,05, CI=0,95, z= 1,96, a konfidencia intervallum:  
[image: image263.wmf]1,961,961440,163
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α=0,01, CI=0,99, z=2,587, a konfidencia intervallum:  
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α=0,2, CI=0,80, z=1,280, a konfidencia intervallum:  
[image: image265.wmf]1,2801,2801440,107

n

±=±=±


Ha nem akarjuk használni a Box-Cox transzformációt, akkor a logaritmus alapját be kell irnunk, pl. 10, e alapunál 2.71, a tizedesvessző helyett pontot kell választani. 

Kiszámít (Compute) elvégzi a számításokat. 

Meghatározza a K értékeknek megfelelően az ACF és PACF értékeket, a t-statisztikákat és a p-értékeket. A null​hipotézis értelmében az yt és az yt-k változók között nincs szignifikáns autokerreláció, ennek elveté​se az autokorrelációs kapcsolat szignifikáns voltát igazolja.  Ha a p nagyobb, mint 0,05 akkor 5 %-os szignifikancia szinten elfogadjuk a nullhipotézist, ellenkező esetben az alternatív hipotézist fogadjuk el. A stacionarítás biztosítása szempontjából 5 %-os szignifikancia szinten az a kedvező, ha p nagyobb, mint 0,05. A p-érték az a legkisebb érték, ami mellett a nulhipotézis elutasítható. Közli a program az eredeti és transzformált adatok ábráit és a korrelogramokat is,  ahol feltünteti a választott paramétereket (lambda, d, D, CI, type). Nem közli viszont a transzformált adatokat.  

2. ARIMA Backward Selection - Free Statistics Software (Calculator)

ARIMA becslés, az interneten. Backward eliminációs módszer, visszafelé történő választás.
http://www.wessa.net/rwasp_arimabackwardselection.wasp#output
Küldje az eredményeket (Send output to:) a kiválasztott paramétereknek megfelelően:

Böngésző kék/fehér, grafikonok fehérek (Browser Blue – Charts White) alapbeállítás, maradhat.

A paraméterek (Lamda, d, D, s, CI type) beállítása, az 1. ponban kipróbált azon paraméterek beállításával történik, amelyek esetén a stacionarítás legjobban biztosítható. Az ARIMA paraméterek beállításánál, ha a stacionarítás biztosított, az ACF és PACF ábrák alapján meg kell nézni, hogy milyen modellel [AR(p), MA(q), SAR(P), SMA(Q)] célszerű próbálkozni, a lehetőségeket az „ARIMA modellek jellemzése” táblázat tartalmazza. Meg kell jegyezni az 1. pont „legjobb” paramétereit, (lambda, d, D, CI, type). és a becslésnél ezeket kell használni. 

A másik megoldás. Érdemes a legnagyobb megadható paraméterekkel indulni és kihagyni a nem szignifikáns paramétereket, ahol pl. a p-empirikus érték nagyobb, mint 0,05.
Minta terjedelem, Sample Range: (hagyja üresen, hogy tartalmazza az összes bemásolt adatot)

Benne legyen az átlag, Include mean? A válasz alapesetben nem, fehér zajt (white noise) feltételezünk (False), ha igen True, véletlen bolyongási folyamatot (random walk) feltételezünk.

A stacionarítás biztosítása paraméterezéssel, Box-Cox transzformáció, Lambda (λ) lehetséges értékei: 2 és -2 között, λ=0, logaritmikus transzformáció. (Box-Cox lambda transformation parameter (lambda).

Nem szezonális (d=0,1,2) differenciaképzés (Degree of non-seasonal differencing, d=0,1,2) 

A szezonális (D=0,1,2) differenciaképzés, (Degree of seasonal differencing (D=0,1,2). 

A szezonalitás periódusa (Seasonality=s) s=1,2,3,4,6,12

AR(p) = p az autoregresszivitás rendjét jelöli (Maximum AR(p) order) lehet: 0,1,2,3. 

Ha p=0, nem használjuk az AR modellt.

Ha p=1, akkor ARIMA (1, 0, 0) vagy AR (1) modellt becsülünk:
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Ha p=2 akkor ARIMA (2, 0, 0) vagy AR (2) modellt becsülünk:
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Ha p=3 akkor ARIMA (3, 0, 0) vagy AR (3) modellt becsülünk:
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MA(q)= q a mozgóátlag folyamat rendjét jelöli. (Maximum MA(q)=order) lehet: 0,1.

Ha q=0, akkor nem használjuk az MA modellt.

Ha q=1 akkor: ARIMA (0, 0, 1) vagy MA (1) modellt becsülünk:
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Az AR(p) és MA(q) kombinálásával a modellek igen sok variációja állítható elő. Az alacsonyabb rendű vegyes ARMA modellek az alábbi módon írhatók fel:

ARIMA (1, 0, 1)
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ARIMA (2, 0, 1)
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ARIMA (3, 0, 1)
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SAR(P) P az autoregresszivitás rendjét jelöli a szezonális modell esetében (Maximum SAR(p) order) lehet: 0,1,2. 

SMA(Q) Q a mozgóátlag folyamat rendjét jelöli a szezonális modell esetében. (Maximum SMA(Q)=order) lehet: 0,1.

Az eredményeket a kijelölt paraméterekkel és p-értékekkel iterációként adja meg. (ARIMA Parameter Estimation and Backward Selection) A paraméterek szignifikánciáját kell vizsgálni. Közli a program a reziduumokat (Estimated ARIMA Residuals) és az ACF és PACF ábrákat konfidencia intervallummal.

A paraméterek (p, q, P, Q) kombinálásával ellenőrizhető, hogy melyik paraméter esetében kisebb a p-érték pl. 0,05-nél (5 %-os szignifikancia szint), tehát a paraméter szignifikánsan különbözik 0-tól,  és amelyik paraméternél nem különbözik szignifikánsan a becsült paraméter 0-tól, mert a p-érték nagyobb, mint 0,05, ott változtatni érdemes és ki kell hagyni a paramétert vagy modósítani kell, a megadott lehetőségeken belül.  A számítások gyorsan elvégezhetők, az elméletileg lehetséges változatok száma 4*2*3*2=48, tehát elméletileg 48 féle modell futatható le. A valós változatok száma ennél lényegesen kisebb, ha figyelembe vesszük azt, hogy különböző, stb.  λ, d, D paraméterek esetében  megnézzük az ACF és PACF kolleogrammokat (1. lépés) és kiválasszuk azt a paraméterkombinációt, ami mellett a stacionaritás biztosítható. Ha nem biztosítható a stacionaritás, akkor az ARIMA becslést már nem célszerű elvégezni. 

3. ARIMA előrejelzés, az interneten.

http://www.wessa.net/rwasp_arimaforecasting.wasp

Ugyanazon paramétereket [lambda, d, D, s, AR(p), MA(q), SAR(P) SMA(Q), include MEAN, FALSE/TRUE]  kell megadni, mint az 1 és 2 pontban ismertettünk, értelem szerűen a legjobb változatot kell kiválasztani, ahol az elméleti feltételek biztosítottak. Plusz adat a tesztperiódus megadása (Testing Period=TP) maximális értéke 24, lehet, célszerű havi adatoknál 12-t választani, ez egy év, negyedéves adatoknál 4-t megadni, ami szintén egy év.

A számítások elvégzése (compute) után, közli a becsült értékeket, a konfidencia intervallumot, a p-értéket, a nullhipotézist: (H0: Y[t] = F[t]) és a valószínűségeket az alábbi esetekre: 
P(F[t]>Y[t-1]) 
P(F[t]>Y[t-s]) 
P(F[t]>Y[n-TP]

F a becsült és Y a tényleges adat.

A teszt periódusra pl. t=1,2,…24 megadja a hibaképletek nagyságát. Y(t) az eredeti adatok, F(t), a becsült adatok.

Kieső adatok száma, a korábban megadott képlettel számol a program=p+d+q+s(P+D+Q)

PE: relatív hiba, PERCENTAGE ERROR:
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Négyzetes hiba: SQUARE ERROR:89F
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MSE: Átlagos négyzetes hiba: MEAN SQUARE ERROR:89F
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RMSE, a hiba szórása, az átlagos négyzetes hiba gyöke, ROOT MEAN SQUARE ERROR:89F
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MAPE, Átlagos relatív abszolút hiba, MEAN ABSOLUTE PERCENTAGE ERROR:
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Közli végül az előrejelzés grafikonját is. 

Wessa P., (2009), ARIMA Forecasting (v1.0.5) in Free Statistics Software (v1.1.23-r7), Office for Research Development and Education, URL http://www.wessa.net/ rwasp _arimaforecasting.wasp/

The R code is based on :

Borghers, E, and P. Wessa, Statistics - Econometrics - Forecasting, Office for Research Development and Education, http://www.xycoon.com/
Leírás:

http://www.stat.pitt.edu/stoffer/tsa2/R_time_series_quick_fix.htm
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